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RESUMO

A Industria 4.0 oferece avancgos tecnoldgicos que permitem a criacdo de ferramentas e técnicas
computacionais poderosas nas mais diversas areas, dentre elas encontram-se a inteligéncia artificial e o
Machine Learning. A utilizagdo dessas ferramentas permite a criagdo de algoritmos que “ensinam” um
computador a aperfeicoar suas “habilidades” dentro de um determinado campo de estudo. Dentre os
métodos geofisicos, destaca-se, na Industria Petrolifera, o método sismico de reflexdo, que utiliza
propagacdo de ondas em subsuperficie para aquisicdo de dados. A quantidade de dados obtidos é
extremamente numerosa recebendo o nome de Big Data. O processamento desses dados pode demorar
meses, 0 que acaba se tornando humanamente massivo pois, aléem do tempo de processamento ha ainda
a interpretacdo destes dados. A metodologia deste trabalho baseia-se na utilizagdo da linguagem de
programagéo Python para a aplicagdo de Machine Learning visando, especificamente a implementacao
de algoritmo capaz de processar dados de se¢des sismicas em busca de armadilhas geolégicas do tipo
domo salino. O treinamento se deu através do médulo SVC da biblioteca Scikit-Learn, que se mostrou
bastante eficiente dentro da proposta. A utilizacdo de Machine Learning é bem promissora na area de
Geofisica aplicada a Engenharia de Petrdleo e Gas no que se diz respeito a identificagdo de domos
salinos em se¢des sismicas, podendo ser estendida em outras utilizagdes.

Palavras chave: Machine Learning. Big Data. Processamento de dados sismicos. Armadilhas
geoldgicas. Domos salinos.



ABSTRACTS

The 4.0 Industry advances permits the creation of powerful technologies and computational tools
capable of working in the most diverse areas of science, among these tools are artificial intelligence and
Machine Learning. Through programming and creation of algorithms is possible to use the Machine
Learning, which is a technique that the previously developed algorithms “teach” a computer to improve
its “abilities” in a given field of study for the most diverse purposes, constantly and autonomously
improving its own behavior and performance similarly to humans. Among the geophysical methods,
stands out, in petroleum industry, the seismic reflection method, this method utilizes the propagation of
waves in subsurface for data acquisition related to local geology. The amount data acquired is extremely
numerous and to this quantity of data the name Big Data is given. After all the process of acquisition, it
is necessary to accomplish the processing of these data and this phase can take weeks or even months,
sometimes. This process is humanly massive, even with the support of some software. After the
acquisition phase, there is a stage of data interpretation. The methodology is based in the use of
programming language Python in application of Machine Learning, specifically aims at the elaboration
and creation of algorithm capable of processing data from seismic in search of geological traps of type
saline dome. The training took place through the SVC module of the Scikit-Learn library, which proved
to be quite efficient within the proposal. The use of Machine Learning is very promising in the field of
Geophysics applied to Oil and Gas Engineering with regard to the identification of saline domes in
seismic sections, which can be extended to other uses.

Keywords: Machine Learning. Big Data. Seismic data processing. Geological traps. Saline dome.
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1 INTRODUCAO

Com a grande quantidade de dados preservados pela Internet, o Machine Learning
(ML) estd emergindo como um novo tipo de algoritmo projetado para aprender
automaticamente os recursos e relacionamentos ocultos em grandes conjuntos de dados. As
fungBes primarias realizadas pelo Machine Learning incluem classificacBes, regressoes,
clusteres, analise de associacdo e deteccdo de anomalias. No geral, devido ao seu bom
desempenho, o0 ML se espalhou rapidamente por varios campos, impulsionando a préxima
grande onda de inovacdo (YONGNA & JIANWEI, 2017).

Em Navita Connect (2019), o termo Machine Learning (Aprendizado de Méaquina)
surgiu em 1959 apo6s o inicio da era da inteligéncia artificial. O engenheiro do Instituto de
Tecnologia de Massachusetts (MIT), Arthur Samuel foi o criador do termo, definindo-o como
“um campo de estudo que da aos computadores a habilidade de aprender sem terem sidos
programados para tal”, Arthur trabalhava em um projeto para criar uma maquina autdbnoma com
essas caracteristicas. O cenario acerca do Machine Learning vem mudando e evoluindo desde
entdo.

De acordo com a STATISTICAL ANALYSIS SYSTEM (SAS, 2019), o Machine
Learning € um método de analise de dados que automatiza a construcdo de modelos analiticos.
E um ramo da inteligéncia artificial baseado na ideia de que sistemas podem aprender com
dados, identificar padrdes e tomar decisdes com o minimo de intervencdo humana.

Quando se trata da Industria Petrolifera existem numerosas areas associadas, a
Geofisica € uma das principais e que tangencia os trabalhos de pesquisa e processamento de
dados coletados em campo relacionados a essa Industria, sendo responsavel, inclusive pela
deteccdo de areas potenciais (AMIZADEH & DASGUPTA, 2015).

Na Inddstria Petrolifera, na etapa de prospeccdo de hidrocarbonetos, a sismica é a
técnica utilizada que possui a maior quantidade de dados a serem processados. Analisar tantos
dados é humanamente massivo, 0 que abre espago para a atuacdo do Machine Learning, que
tem a capacidade de fazer a analise desses grandes pacotes de dados — ou Big Data — de forma
autbnoma (BOLETIM 104 SBGf, 2018).

Ainda segundo a SAS (2019), o termo Big Data descreve o grande volume de dados,
tanto estruturados quanto nédo estruturados, que sobrecarrega as empresas diariamente. Mas ndo
é a quantidade de dados disponiveis que importa; € o que as organizag¢des fazem com eles. O
Big Data pode ser analisado para obter insights que levam a decisdes melhores e agdes

estratégicas de negocio.



A linguagem computacional é uma linguagem formal que permite a escrita de um
conjunto de ordens, agdes consecutivas, dados e algoritmos para criar programas que controlam
0 comportamento fisico e l6gico de uma maquina (ALMEIDA, 2019).

Desta forma o objetivo deste trabalho € aplicar a técnica de Machine Learning no
processamento de dados sismicos a fim de reconhecer armadilhas geoldgicas do tipo domo
salino em subsuperficie com algoritmo para programar o aprendizado de maquina utilizando o
tutorial desenvolvido por Hall (2016), também tendo como base o trabalho de Almeida (2019).

Para o processo de programacao foi utilizado o Python, pois possui bibliotecas que séo
um grupo de codigos pré-agrupados onde é possivel fazer a importacdo das mesmas para
estender a funcionalidade da linguagem.

A linguagem Python é bastante empregada, pois é considerada uma linguagem bem
simples e o desenvolvimento de algoritmos se torna mais facil, além de ser totalmente gratuita
e possuir vastas bibliotecas para os mais diversos fins (PHYTON.ORG, 2021), como as
bibliotecas de anélise de dados utilizadas neste trabalho.

Existem bibliotecas para praticamente todos os aspectos do aprendizado de maquina,
mas as principais sdo: a) Pandas: biblioteca para manipulacdo de dados; b) NumPy: biblioteca
para realizagdo de operagfes matematicas; c) Scikit-Learn: biblioteca de uso geral para a
construcdo de modelos preditivos, possuindo muitas ferramentas usadas dentro do ML; d)
OpenCV: biblioteca usada para processamento de imagens.

A Quarta Revolucdo Industrial, mais comumente conhecida como Industria 4.0, traz
como parte do seu amplo pacote de inovacao tecnoldgica a automacéo das coisas, fazendo, desta
maneira, que a inddstria trace um novo caminho tecnolégico, principalmente no que se diz
respeito ao processamento dos grandes pacotes de dados referentes a cada area, processamento
tal necessario para adquirir informacGes extremamente importantes de forma pratica, rapida e
eficaz.

Durante anos, o processamento destes grandes pacotes de dados foi realizado de forma
manual, com o auxilio de alguns softwares e mesmo assim, 0s erros de processamento eram
relevantes. A Geofisica é responsavel pelo levantamento de grandes pacotes de dados na
Industria Petrolifera, tanto em terra (onshore) quanto em mar (offshore) e o processamento
destes deve conter o minimo de desvios possiveis.

De acordo com Thomas (2001), o processamento de dados sismicos tem como objetivo
produzir imagens da subsuperficie com a maxima fidelidade possivel, atenuando as vérias
distor¢des “Oticas” presentes no método sismico. Todas as operagdes na Industria Petrolifera

sdo extremamente caras e quanto mais tempo se gasta, maior também € o gasto com operacdes.
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O processamento e a andlise desses grandes pacotes de dados podem ser feitos de
maneira mais eficiente e eficaz, otimizando todo o processo recorrente na Industria,
economizando um capital financeiro enorme. Um levantamento sismico coleta indmeras
informacdes acerca da geologia de subsuperficie e 0 Machine Learning oferece a possibilidade
de processar esses dados de maneira mais adequada e réapida, a ideia de méaquinas autodidatas
trabalhando no processamento desses dados, traz juntamente com a Industria 4.0, a realizagéo

de planejamentos que antes apenas ficavam na idealizacéo.



2 OBJETIVOS

2.1 Objetivo Geral

Elaborar algoritmo para aplicagdo de aprendizado de maquina a fim de reconhecer
armadilhas geoldgicas do tipo domo salino em se¢Ges sismicas.

2.2 Objetivos Especificos:

o Realizar estudo bibliogréafico acerca de ML;

o Realizar estudo bibliogréafico acerca de levantamentos sismicos;

. Realizar estudo bibliografico acerca das armadilhas geoldgicas do tipo domo
salino;

o Estudar a aplicacdo da linguagem de programagdo Python nos estudos
geofisicos;

o Elaborar algoritmo baseado em Hall (2016) e Almeida (2019) para
aprendizagem automatica;

o Visualizar a secdo sismica retornada a partir do processamento.



3 FUNDAMENTACAO TEORICA

3.1 Sismica de Reflexao

O método sismico de reflexdo € o método de prospeccdo mais utilizado atualmente na
Industria do Petrdleo, pois fornece alta definicdo das feicGes geoldgicas em subsuperficie
propicias a acumulacgéo de hidrocarbonetos, mais de 90% dos investimentos em prospeccao sao
aplicados em sismica de reflexdo. Os produtos finais sdo, entre outros, imagens das estruturas
e camadas geoldgicas em subsuperficie (THOMAS, 2001).

As secdes sismicas produzidas revelam detalhes de estruturas geoldgicas em escalas
que variam de dezenas de metros da camada de solo intemperizado até a litosfera como um
todo, os dados brutos séo processados de modo a produzir uma secao sismica que € uma imagem
da estrutura geoldgica (KEAREY, 2009).

A projecdo de um levantamento sismico varia de acordo com o seu propoésito e pode
ser 2D, 3D e 4D, conforme apresentados nas Figura 01 e Figura 02. O levantamento
sismico 2D é caracterizado pela grande distancia entre as linhas sismicas, e também um grande
tempo de registro dos dados, buscando informacdes a grandes profundidades para possibilitar
0 mapeamento do arcabouco estrutural de extensas areas (ANCELME, 2015).

Ainda de acordo com Ancelme (2015), a aquisicdo através da sismica 3D acontece
normalmente na fase mais adiantada da exploracdo, capaz de fornecer uma quantidade de
informagdes muitas vezes maior do que a 2D, possibilitando uma analise quantitativa das
possiveis acumulagdes de hidrocarbonetos, além de uma melhor locagdo para a perfuracéo de

pocos exploratdrios.
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A sismica 4D é a repeticdo de um levantamento 3D em grandes intervalos de tempo
(entre 6 e 12 meses), mantendo-se as mesmas condi¢Oes de aquisi¢do e processamento, podendo
apresentar 0s mesmos resultados, mas os resultados podem se tornar diferentes devido a fatores
como extracdo de fluidos ou injecdo de agua, por exemplo. Resultados diferentes apos o
intervalo de tempo fornecem informagdes importantes para o desenvolvimento da producdo do
poco (THOMAS, 2001).

Figura 02 — Exemplo de se¢do sismica 3D

Fonte: ANCELME, 2015. Adaptado.

Os dados sismicos sdo os mais comumente utilizados na exploracdo de petréleo e
caracterizagdo de reservatorios, ajudando a construir um quadro preciso da geologia de
subsuperficie. Acumulos de petrdleo e gas sdo resultados de ocorréncia de seis elementos: rocha
mde (rocha geradora); temperatura e profundidade de soterramento; rocha reservatdério; vias de
migracao; rocha selante/capeadora; armadilhas. (AMINZADEH & DASGUPTA, 2015).

Conforme Aminzadeh & Dasgupta (2015), no método sismico de reflexdo uma onda
sonora controlada é gerada na superficie do solo ou sob a &gua em um ambiente marinho e
detectada na superficie por meio de instrumentos que detectam o movimento do solo. Para
Kearey (2009), algumas ondas voltardo a superficie apds terem sofrido refragdo ou reflexdo nas
interfaces geoldgicas em profundidades. As Figura 03 e Figura 04 trazem, respectivamente, o

esquema de aquisicdo simplificado do método de levantamento sismico terrestre e maritimo.



Os dados obtidos nos levantamentos precisam ser processados com fins de melhoria
de qualidade. Segundo o Boletim Ndmero 3 (2012) da Sociedade Brasileira de Geofisica, 0s
dados sismicos propiciam o conhecimento de caracteristicas petrofisicas dos reservatorios para
fins de caracterizacdo e monitoramento de producdo, apoio a engenharia de perfuracdo de

pocos, estudos geomecanicos entre outros.

Figura 03 — Esquema simplificado da aquisicdo de dados sismicos terrestres
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Figura 04 — Esquema simplificado da aquisicéo de dados sismicos maritimos
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3.2 Domos Salinos

Um dos requisitos para a formacdo de uma jazida de petréleo é a existéncia de
armadilhas ou trapas, que podem ser de diferentes origens, caracteristicas e dimensdes. De nada
vale uma bacia sedimentar dotada de rochas potencialmente geradoras se ndo estiverem
presentes as armadilhas contentoras da migracdo pois tais armadilhas sdo responsaveis por
conter o processo de migracao de petrdleo para a superficie e aprisiona-lo (THOMAS, 2001).

A Figura 05 apresenta reservatorios de hidrocarbonetos relacionados a diferentes estruturas.

Figura 05 — Reservatérios de petréleo associados a: (a) dobramento, (b) falhamento, (c) domo de sal, (d)
discordancia angular, (e) discordancia erosiva, (f) calcario cavernoso

(g) (bl (el

Dentro da classificacdo das armadilhas, destacam-se as de domo de sal. Em
subsuperficie, sob condi¢des de temperatura e pressao, os depositos de sal irdo fluir,
plasticamente, empurrando e rompendo camadas rochosas ao longo do percurso, criando uma
armadilha de petréleo (AMINZADEH & DASGUPTA, 2015). A Figura 06 apresenta um domo

salino exercendo o papel de armadilha geoldgica.



Figura 06 — Domo salino como armadilha geoldgica

Salt

Fonte: MILOSAVLIJEVIC, 2009. Adaptado.

Estruturas relacionadas ao acimulo de sal em forma de rochosa (domo salino) séo de
grande importancia nas provincias petroliferas porque funcionam muito bem como armadilhas
geoldgicas, mesmo quando estdo em niveis mais superficiais (FOSSEN, 2010). A acumulacgéo
de petréleo e gas normalmente se da nos flancos do domo, ou seja, em seus lados (LUIZ &
SILVA, 1995).

Estruturas salinas podem apresentar diferentes configuragdes geométricas, a depender
das especificidades geoldgicas onde o domo salino foi formado. A Figura 07 apresenta 0s
diferentes tipos de domos de sal. A Figura 08 apresenta uma se¢do sismica 2D com a presenca

de estruturas de sal.

Figura 07 — Diferentes tipos de estruturas de sal, seus nomes e geometrias
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Figura 08 — Secéo sismica 2D com presenca de estruturas de sal

3.3 Machine Learning

O Aprendizado de Maquina (Machine Learning) é uma das areas da ciéncia da
computacdo que apresenta um crescimento muito rapido com aplicacfes de longo alcance
(SHWARTZ & DAVID, 2014).

O ML progrediu drasticamente nas duas ultimas décadas por ser uma tecnologia
pratica e amplamente difundida no meio comercial. Dentro da inteligéncia artificial, o
aprendizado de maquina surgiu como um método de escolha para desenvolvimento préatico
dentro da visdo computacional, utilizado para reconhecimento de fala, linguagem natural,
reconhecimento de imagens, processamento de grandes e pequenos pacotes de dados entre
outras aplica¢des (JORDAN & MITCHELL, 2015).

Marsland (2015) categoriza 0 Machine Learning em quatro tipos, sendo eles:

1) Aprendizado supervisionado: Um conjunto de exemplos de treinamento com as

respostas corretas (metas) é fornecido e, com base neste conjunto de treinamento, o algoritmo
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generaliza para responder corretamente todas as entradas possiveis. I1sso também é chamado de
aprendizado de exemplares. Esse é o tipo de aprendizado mais utilizado.

2) Aprendizado ndo supervisionado: Respostas corretas ndo sdo fornecidas, mas o
algoritmo tenta identificar semelhancas dentre as entradas para que as entradas que tenham algo
em comum sejam categorizadas juntas.

3) Aprendizado por reforgo: Um meio termo entre o aprendizado supervisionado e
0 ndo supervisionado. O algoritmo é informado quando a resposta estd errada, mas nao €
informado como corrigir o erro, tendo que explorar as diferentes possibilidades até que encontre
a resposta correta, mas nao sugere melhorias.

4) Aprendizagem evolutiva: Baseado na evolucdo bioldgica, que se adapta para
melhorar suas taxas de sobrevivéncia, esse tipo de aprendizado se modela de acordo com o
mesmo principio, fazendo com que o computador use uma ideia de aptidao que corresponde a
uma pontuacao de qudo boa é a solucéo atual.

Ha certa escassez de trabalhos voltados na area por ser uma técnica relativamente nova
na utilizacdo de reconhecimento de fécies e estruturas geoldgicas em subsuperficie dentro das
grandes areas de Engenharia e Geociéncias, 0 que torna a elaboracdo deste trabalho necessaria
para 0 meio académico, mesmo que ainda sendo um estudo inicial e explorativo acerca da

técnica proposta.

3.3.1 Bibliotecas

O Python é uma linguagem de programacdo que tem seu codigo livre, de féacil
compreensdo e utiliza poucos caracteres especiais (PHYTON.ORG, 2021). Essa linguagem
disponibiliza grande quantidade de bibliotecas direcionadas para todos os tipos de utilizagéo,
inclusive para Machine Learning. O Python é uma linguagem de programacao muito utilizada
na area de inteligéncia artificial (ALMEIDA, 2019).

O ML utiliza, dentro da linguagem de programacao Python de bibliotecas auxiliares
para que o algoritmo desenvolvido possa ter melhor funcionalidade e simplificacdo no processo.
Dentre as principais bibliotecas para Machine Learning estdo:

o NumPy: Um pacote que suporta arrays e matrizes multidimensionais, possuindo
estrutura matematica para se trabalhar com essas estruturas (NUMPY.ORG, 2021).

o OpenCV: Utilizada para otimizacdo da visdo computacional, suportando
modelos para aprendizado de maquina e inteligéncia artificial (OPENCV.ORG, 2021)
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o Scikit-learn: Ferramenta para analise de dados preditiva e possui alguns modulos
internos (SCIKIT-LEARN.ORG, 2021). Dois modulos importantes desta biblioteca séo
utilizados para classificacdo e treinamento no algoritmo:

1) SVC (Support Vector Classification): Sdo um conjunto de métodos de
aprendizagem supervisionada usados para classificacdo e regressdo de
outliers (SCIKIT-LEARN.ORG, 2021) e pode-se conseguir resultados
superiores em algumas tarefas como deteccéo de faces em imagens e
reconhecimento de textos (HEARST et al., 1998).

2) SVR (Support Vector Regression): Maximizam as técnicas de
aprendizado de méaquina, ampliando a capacidade de generalizacao
(BROWNSCOMBE et al., 2020).

o TensorFlow: E um sistema para criagio e treinamento de redes neurais para
detectar e decifrar padrbes e correlagbes, andlogo a forma como humanos aprendem e
raciocinam (TENSORFLOW.ORG, 2021).
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4 METOLOGIA

Tendo em vista que a utilizacdo de ML na Industria Petrolifera é recente, o
levantamento bibliografico retornou poucos resultados para utilizagdo da técnica,
principalmente referente a estudos geofisicos utilizando a técnica. Dessa forma o
desenvolvimento deste estudo teve como bases principais o tutorial proposto no trabalho de
Hall (2016), que trata da aplicacdo mais recente do aprendizado de maquina nas Geociéncias
utilizando conceitos da Engenharia de Petroleo e também o trabalho proposto por Almeida
(2019), que trata de visdo computacional em imagens capturadas por drones para inspecdes de
plataformas de petréleo.

A principio se fez necessario a instalacdo do Python através de sua plataforma oficial
(https://www.python.org/) e, feito isso, a instalacdo das bibliotecas que foram utilizadas foi
realizada através do prompt de comando do computador, sendo 0s seguintes comandos para as
bibliotecas OpenCV, NumPy e Scikit-Learn, respectivamente:

1)  pip install opencv-python
2)  pip install numpy
3) pipinstall -U sckit-learn

Os levantamentos bibliograficos retornaram algumas se¢des sismicas que possuem a
estrutura geoldgica optada — domo salino — e, a partir destas, oito secBes foram selecionadas
para dar continuidade a este estudo. Nenhuma das se¢Bes sismicas possuiam as mesmas
dimensoes, por este motivo foi necessario redimensiona-las utilizando o software Photoshop.
As dimensdes finais de todas as secdes utilizadas foram de 720 pixels de altura por 720 pixels
de largura, valor este que, se convertido, torna-se 7,2 cm.

Além do redimensionamento, foi realizado também um tratamento de imagem para
“limpar” as se¢des sismicas, removendo informagdes irrelevantes das bordas, como hora, data,
local etc., também utilizando o software Photoshop. Este tratamento se deu para que nao
houvesse interferéncia nos posteriores processos de execucdo e treinamento no algoritmo, o que
poderia alterar a precisdo do treinamento.

Foram desenvolvidos dois algoritmos semelhantes para que houvesse comparagdo dos
resultados, dessa forma para o processo de treinamento utilizou-se 0 modulo SVC. As imagens
utilizadas em ambos foram as mesmas, a diferenca entre eles é que houve a troca da secéo

utilizada em treinamento, o que produziu diferentes retornos em cada um deles. O Algoritmo
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01 e o Algoritmo 02 estdo no Apéndice 1 e Apéndice 2, respectivamente. A Figura 09 foi
utilizada como secdo de comparacdo pelo Algoritmo 01 e como se¢do de treinamento no
Algoritmo 02, ja a Figura 10 foi utilizada como sec¢do de comparagdo no Algoritmo 02 e como

secdo de treinamento no Algoritmo 01.

Figura 09 - Secdo sismica utilizada para Figura 10 — Secdo sismica utilizada para
comparacdo no Algoritmo 01 e como treinamento comparacao no Algoritmo 02 e como treinamento

no Algoritmo 02 no Algoritmo 01

=

- 2

Fonte: HILL GEOPHYSICAL ONSULTING, Fonte: XSGEO, 2019. Adaptado.
2020. Adaptado.

Hall (2016) utiliza 0 médulo SVC em seu tutorial, Almeida (2019) propde a utilizacdo
do mesmo maodulo utilizando também o modulo SVR. Hall (2016) propGe em sua metodologia
a identificacdo de litofacies com base em medigdes de perfil de pogos. Ambos os autores
criaram um classificador através de uma funcgéo dentro do algoritmo e avaliaram a eficacia do
treinamento utilizando o médulo SVC. Neste trabalho optou-se por trabalhar apenas com o
maodulo SVC por se mostrar superior (HEARST et al., 1998). As etapas desta metodologia séo
acordantes para os dois Algoritmos deste estudo.

Primordialmente todas as bibliotecas e mddulos que foram utilizados foram carregados
e, apos este processo, todas as se¢des sismicas foram importadas para o algoritmo utilizando a
biblioteca OpenCV e, posteriormente o redimensionamento das imagens para que fossem
utilizadas de maneira correta dentro dos arrays da biblioteca NumPy, o redimensionamento
interno também utilizou a biblioteca OpenCV.

O classificador e pontuador do processo de treinamento foram criados
semelhantemente ao tutorial de Hall (2016) e Almeida (2019) através das funcGes predict e
score, respectivamente. Ao final do processo de treinamento ambos 0s Algoritmos retornam

seus respectivos resultados que seréo apresentados adiante.
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5 RESULTADOS E DISCUSSOES

A execucdo do Algoritmo 01 e do Algoritmo 02 retornaram diferentes resultados com
0 mesmo processo de treinamento. As Figura 11, Figura 12, Figura 13, Figura 14, Figura 15 e

Figura 16 compreendem as segdes utilizadas no processo de treinamento em ambos 0s
Algoritmos.

Figura 11 - Secdo sismica utilizada como

Figura 12 — Secdo sismica utilizada como
treinamento

treinamento

Fonte: CASTRO & HOLZ, 2004. Adaptado. Fonte: WANG et al., 2015. Adaptado.

Figura 13 - Segdo sismica utilizada como

Figura 14 - Secdo sismica utilizada como
treinamento

treinamento

"

X

1/

o
ot/

Fonte: WANG et al., 2015. Adaptado. Fonte: WHOLEFISH, 2009. Adaptado.
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Figura 15 - Secdo sismica utilizada como Figura 16 — Secdo sismica utilizada como
treinamento treinamento

, '.l““.\y \\“/
Fonte: FALALEEV, 2018. Adaptado. Fonte: FOSSEN, 2010. Adaptado.

Para o Algoritmo 01, utilizando a Figura 09 como secdo sismica de comparacao, o

retorno como resultado do treinamento foi secdo sismica da Figura 15, conforme abaixo:

J& para o Algoritmo 02, utilizando a Figura 10 como se¢&o sismica de comparagao, o

retorno como resultado do treinamento foi a se¢do apresentada na Figura 13.
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Para melhor visualizagdo das se¢des sismicas retornadas pelos Algoritmos duas janelas
sdo exibidas para cada Algoritmo contendo a se¢do sismica de comparagdo e resultado com
nomes “SECAO DE COMPARACAO” e “RESULTADO DO TREINAMENTO”,
respectivamente. A pontuacdo em porcentagem da eficacia do treinamento é exibida no IDLE
do Python apds o fechamento das janelas.

As Figura 17 e Figura 18 apresentam as janelas exibidas apés o final do treinamento
do Algoritmo 01.

Figura 17 — Exibicdo da secdo de comparacdo do treinamento do
Algoritmo 01

87 SECAO DE COMPARACAQ
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Figura 18 — Exibicdo da secdo de resultado do treinamento do
Algoritmo 01

@3 RESULTADO DO TREINAMENTO

Fonte: O Autor, 2021.

J& as Figuras 19 e Figura 20 apresentam as janelas de exibi¢cdo apds o final do
treinamento do Algoritmo 02.

Figura 19 — Exibicdo da secdo de comparacdo do treinamento do
Algoritmo 02

7 SECAO DE COMPARACAO

Fonte: O Autor, 2021.
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Figura 20 — Exibicdo da secdo de resultado do treinamento do
Algoritmo 02

Fonte: O Autor, 2021.

A eficécia do treinamento para ambos os Algoritmos est4 apresentada na Figura 21

abaixo.

Figura 21 — Precis@es dos treinamentos dos Algoritmos

i i i it 2
Precisé&o do treinamento do Algoritmo 1: 100.00%

R e e R s R g

Precisd&o do treinamento do Algoritmo 2: 100.00%

Fonte: O Autor, 2021.
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5.1 Discussao dos Resultados

Ap0s realizar o treinamento para aprendizagem de maquina observou-se que as se¢oes
sismicas retornadas na janela de “RESULTADO” para os Algoritmos 01 e 02 se aproximavam
das secOes de comparacdo inseridas, conforme visto nas figuras anteriormente. Dessa forma
pode-se dizer que os algoritmos trazem como resultado a se¢do sismica que mais se assemelha
com suas respectivas secdes de comparacao, dentro dos parametros do modulo SVC.

A partir dos resultados obtidos, observa-se que ambos os algoritmos retornaram dentre
as outras sete imagens, as se¢Oes sismicas que apresentaram formatos semelhantes dos domos
salinos presentes, baseado na secéo sismica escolhida como comparagao.

Para o modulo utilizado nos treinamentos dos algoritmos desenvolvidos (SVC),
observa-se que o classificador gerado retorna uma pontuacéo de eficiéncia de 100%, valor este
aproximado ao tutorial proposto por Hall (2016), cujo a porcentagem do treinamento foi de
88% de eficécia, enquanto o trabalho proposto por Almeida (2019) retornou 100% de eficécia
para 0 médulo SVC.

E importante ressaltar que em Hall (2016), os dados trabalhados ndo foram imagens,
mas sim dados numéricos obtidos através de perfilagem de pocos, ja o trabalho de Almeida
(2019) apresenta estudo utilizando imagens.

Por fim, entende-se que os parametros utilizados nos Algoritmos apresentam maior
eficiéncia quando o uso de reconhecimento de imagens é utilizado, ao contrario dos dados

numeéricos, onde a eficiéncia se torna menor.
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6 CONCLUSAO

Este estudo apresentou a proposta de elaboracdo de algoritmo que foi capaz de
implementar a técnica de Aprendizado de Maquina (Machine Learning) através da aplicacéo
direta em secGes sismicas.

A utilizagdo do Python para a elaboragéo destes algoritmos se mostrou bastante eficaz
e, mesmo que os Algoritmos ndo sejam robustos por se tratar de um trabalho de nivel
académico, ndo se descarta a possibilidade de expansdo do banco de dados utilizado — as oito
secOes sismicas — para que a aplicacdo possa ser trabalhada ainda melhor e para isto seriam
necessarios recursos tecnoldgicos mais avancados, levando em consideracdo a limitagdo de
hardware no desenvolvimento deste trabalho.

Pode-se dizer que o Python tem uma utilizacdo muito eficaz para estudos académicos
de forma a introduzir a técnica do aprendizado de méaquina em estudos de graduacao.

Observando as sec¢Oes sismicas utilizadas para comparacdo e as se¢des sismicas
utilizadas para os treinamentos, nota-se que ambos os algoritmos retornam como resultado a
secdo sismica que mais se assemelha com suas respectivas se¢des de comparacao, dentro dos
parametros do mddulo SVC.

Todas as sec¢des sismicas utilizadas neste trabalho sdo reais, selecionadas na literatura,
nenhum dado sintético foi utilizado durante os treinamentos dos algoritmos e, observando os
resultados obtidos através da precisdo de treinamento gerada ao final de cada treinamento —
100% para ambos os casos — pode-se dizer que a aplicabilidade deste estudo é completamente
satisfatoria.

A aplicacdo deste estudo pode ser estendida para outras areas da Geofisica aplicada a
Industria Petrolifera, sendo proposto a realizacdo de levantamentos de dados para identificacdo
de outros tipos de estruturas geoldgicas em subsuperficie como, por exemplo, trapas estruturais
e estratigraficas, que também sdo estruturas que revelam a possivel presenca de
hidrocarbonetos.

A abundancia de trabalhos sobre Machine Learning ndo exime a caréncia de estudos
voltados para a aplicacdo da técnica na area de estudo da proposta deste trabalho: Geofisica
aplicada a Engenharia de Petréleo. Partindo deste ponto € essencial que possa haver mais
estudos que proporcionem objetivos semelhantes e, apesar da careza de estudos relacionados,
os levantamentos bibliograficos juntamente com o tutorial proposto por Hall (2016) e o trabalho

de Almeida (2019) foram suficientes para a elaboragéo e continuidade deste estudo.
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APENDICE 1 - SCRIPT DO ALGORITMO 01

from sklearn.svm import SVC
import cv2 as cv
import numpy as np

amostral = cv.imread('dm8.jpg")
amostra2 = cv.imread('dm2.jpg")
amostra3 = cv.imread('dm3.jpg')

amostra4 = cv.imread('dm4.jpg')
amostra5 = cv.imread('dm5.jpg")
amostraé = cv.imread('dm6.jpg')
amostra7 = cv.imread('dm7.jpg')

comparacao = cv.imread('dml.jpg')

rsamostral = cv.resize(amostral, (720, 720))
rsamostra2 = cv.resize(amostra2, (720, 720))
rsamostra3 = cv.resize(amostra3, (720, 720))
rsamostra4 = cv.resize(amostra4, (720, 720))
rsamostra5 = cv.resize(amostra5, (720, 720))

rsamostra6é = cv.resize(amostra6, (720, 720))
rsamostra7 = cv.resize(amostra7, (720, 720))
rscomparacao = cv.resize(comparacao, (720, 720))

X = np.concatenate((rsamostral, rsamostra2, rsamostra3, rsamostra4, rsamostras,
rsamostra6, rsamostra7), axis = 0)

y = [1, 2, 3, 4, 5, 6, 7]

y = np.array(y)

Y = y.reshape(-1)

X = X.reshape(len(y), -1)
classificador = SVC(kernel = 'linear')

classificador.fit(X, Y)

predicao = classificador.predict(rscomparacao.reshape(1, -1))
pontuacao = classificador.score(X, Y)

if predicao ==
resultado = amostral
elif predicao == 2:
resultado = amostra2
elif predicao == 3:
resultado = amostra3
elif predicao == 4:
resultado = amostra4
elif predicao == 5:
resultado = amostras
elif predicao == 6:
resultado = amostra6
elif predicao == 7:
resultado = amostra7

cv.imshow("RESULTADO DO TREINAMENTO", resultado)
cv.imshow("SECAO DE COMPARACAQ", comparacao)
cv.waitKey(9)

print ()

print ('#' * 50)

print ()

print ('Precisdo do treinamento do Algoritmo 1: {:.2f}%'.format(pontuacao *
100))

print ()



APENDICE 2 - SCRIPT DO ALGORITMO 02

from sklearn.svm import SVC
import cv2 as cv
import numpy as np

amostral = cv.imread('dml.jpg')
amostra2 = cv.imread('dm2.jpg"')
amostra3 = cv.imread('dm8.jpg")

amostra4 = cv.imread('dm4.jpg')
amostra5 = cv.imread('dm5.jpg")
amostraé = cv.imread('dmé.jpg')
amostra7 = cv.imread('dm7.jpg')
comparacao = cv.imread('dm3.jpg')

rsamostral = cv.resize(amostral, (720, 720))
rsamostra2 = cv.resize(amostra2, (720, 720))
rsamostra3 = cv.resize(amostra3, (720, 720))
rsamostra4 = cv.resize(amostra4, (720, 720))
rsamostra5 = cv.resize(amostra5, (720, 720))
rsamostraé = cv.resize(amostra6, (720, 720))
rsamostra7 = cv.resize(amostra7, (720, 720))
rscomparacao = cv.resize(comparacao, (720, 720))

X = np.concatenate((rsamostral, rsamostra2, rsamostra3, rsamostra4, rsamostras,
rsamostra6, rsamostra7), axis = 9)

[1) 2: 3: 4; 5) 6; 7]
np.array(y)
y.reshape(-1)
X.reshape(len(y), -1)

X << <
1

classificador = SVC(kernel = 'linear')
classificador.fit(X, Y)

predicao = classificador.predict(rscomparacao.reshape(l, -1))
pontuacao = classificador.score(X, Y)

if predicao == 1:
resultado = amostral
elif predicao == 2:
resultado = amostra2
elif predicao == 3:
resultado = amostra3
elif predicao == 4:
resultado = amostra4
elif predicao == 5:
resultado = amostra5
elif predicao == 6:
resultado = amostra6
elif predicao == 7:
resultado = amostra7

cv.imshow("RESULTADO DO TREINAMENTO", resultado)
cv.imshow("SECAO DE COMPARACAQO", comparacao)
cv.waitKey(0)

print ()

print ('#' * 50)

print ()

print ('Precisdo do treinamento do Algoritmo 2: {:.2f}%'.format(pontuacao *
100))

print ()



