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Resumo da Monografia apresentada à UFAM como parte dos requisitos necessários

para a obtenção do grau de Engenheiro da Computação

DETECÇÃO E RASTREAMENTO DA BOLA EM PARTIDAS DE FUTEBOL A

PARTIR DE FLUXOS MPEG-TS: UM ESTUDO DE VIABILIDADE COM

VISÃO COMPUTACIONAL

Jhonatas Costa Oliveira

Dezembro/2025

Orientador: Waldir Sabino da Silva Júnior

Programa: Engenharia da Computação

Este trabalho apresenta um pipeline completo para detecção e rastreamento

da bola em transmissões de futebol capturadas diretamente via MPEG-TS utili-

zando a placa DTU-238 e o software StreamXpert. Após a extração do vídeo com

FFmpeg, aplica-se um modelo YOLOv8n para detectar a bola em cada quadro, se-

guido de filtros especializados para reduzir falsos positivos. Um módulo de optical

flow é empregado para estimar o movimento da câmera e estabilizar a trajetória,

permitindo rastreamento contínuo mesmo em quadros sem detecção. A trajetória

estimada é sobreposta à trajetória real anotada manualmente, gerando um vídeo

final que demonstra a viabilidade do método. Os resultados mostram que é possível

reconstruir o movimento da bola com consistência a partir de transmissões televisi-

vas, evidenciando o potencial do sistema para aplicações em análise esportiva.

Palavras-chave: visão computacional; Transport Stream; detecção de objetos;

YOLO; rastreamento de bola.
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Abstract of Monograph presented to UFAM as a partial fulfillment of the

requirements for the degree of Engineer

SOCCER BALL DETECTION AND TRACKING FROM MPEG-TS STREAMS:

A FEASIBILITY STUDY USING COMPUTER VISION

Jhonatas Costa Oliveira

December/2025

Advisor: Waldir Sabino da Silva Júnior

Department: Computer Engineering

This work presents a complete pipeline for detecting and tracking a soccer ball

in broadcast footage captured directly from MPEG-TS using the DTU-238 receiver

and StreamXpert. After extracting the video with FFmpeg, a YOLOv8n model

is used for frame-by-frame detection, followed by specialized filters to reduce false

positives. An optical flow module estimates camera motion to stabilize the scene,

enabling continuous tracking even when detections are missing. The estimated tra-

jectory is compared and visually overlaid with manually annotated ground truth,

producing a final annotated video. Results indicate that reliable ball-tracking can be

achieved from broadcast TV streams, demonstrating the potential of this approach

for sports analysis applications.

Keywords: computer vision; Transport Stream; object detection; YOLO; ball

tracking.
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Capítulo 1

Introdução

A análise de desempenho no futebol tem evoluído de forma significativa nos

últimos anos, impulsionada pelo avanço de tecnologias de visão computacional e

aprendizado de máquina. Clubes, emissoras e ferramentas especializadas utilizam

sistemas de tracking para extrair métricas como velocidade da bola, dinâmica das

jogadas e posicionamento dos atletas. No entanto, grande parte dessas soluções

depende de estruturas caras, como múltiplas câmeras dedicadas, sensores instalados

no estádio ou equipamentos profissionais de transmissão. Assim, torna-se relevante

investigar métodos capazes de realizar detecção e rastreamento utilizando apenas o

sinal televisivo convencional.

No contexto das transmissões esportivas ao vivo, partidas de futebol são vei-

culadas por meio de fluxos do tipo Transport Stream (TS), que encapsulam áudio,

vídeo e metadados. Esses fluxos podem ser capturados diretamente utilizando placas

como a DTU-238 em conjunto com softwares especializados, como o StreamXpert. A

partir dessa captura, abre-se a possibilidade de extrair quadros de vídeo e aplicar téc-

nicas modernas de visão computacional diretamente sobre o conteúdo transmitido.

Essa abordagem permite que análises de tracking sejam realizadas sem depender de

infraestrutura adicional no campo ou de câmeras extras.

Entretanto, rastrear a bola em uma transmissão televisiva é um desafio com-

plexo. A bola é um objeto pequeno, rápido, frequentemente ocluído por jogadores

e sujeita a motion blur. Além disso, a câmera da transmissão está sempre se deslo-

cando, realizando pans, zooms e ajustes automáticos, o que dificulta ainda mais o

rastreamento. Diferentemente de cenários estáticos ou multi-câmera, o uso de uma
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única câmera da TV exige técnicas adicionais para compensar o movimento global

da imagem e manter consistência espacial entre frames consecutivos.

Diante desse cenário, este trabalho propõe o desenvolvimento de um pipeline

capaz de capturar um TS, extrair seu fluxo de vídeo e aplicar um conjunto de

técnicas de detecção, rastreamento para localizar a bola ao longo do jogo e desenhar

seu caminho no campo. Para isso, utiliza-se um modelo YOLO para detecção inicial

da bola, combinado com filtros geométricos, análises de cor do gramado, uma região

proibida superior, um classificador auxiliar para reduzir falsos positivos e um módulo

de estimativa de movimento da câmera baseado em optical flow. A partir desses

elementos, constrói-se um tracker que projeta a trajetória da bola em coordenadas

normalizadas do campo, mantendo estabilidade mesmo em presença de movimento

intenso da câmera.

Além disso, é utilizada uma trajetória real (ground truth) criada manualmente

e posteriormente interpolada para todos os frames, permitindo comparação visual

entre a trajetória predita e a trajetória real. Embora a precisão numérica sofra

interferência do próprio atraso natural entre detecção e movimento da câmera, a

abordagem demonstra de forma prática que é possível realizar tracking da bola

utilizando exclusivamente o sinal televisivo capturado em TS, provando a viabilidade

de aplicações baseadas apenas na transmissão.

Assim, as principais contribuições deste trabalho incluem: (i) a integração

completa entre a etapa de captura do fluxo MPEG-TS e um pipeline de visão com-

putacional aplicado especificamente ao contexto do futebol, demonstrando a via-

bilidade de transformar transmissões ao vivo em dados analisáveis; (ii) o desen-

volvimento e aplicação de um conjunto de filtros especializados para reduzir falsos

positivos na detecção da bola, considerando características geométricas, textura do

gramado e restrições de região da imagem; (iii) a implementação de um mecanismo

de compensação de movimento da câmera baseado em optical flow, permitindo es-

tabilizar a cena mesmo em presença de panorâmicas rápidas e zooms frequentes;

(iv) a criação de um método de visualização que sobrepõe a trajetória estimada

pelo modelo à trajetória real anotada manualmente, permitindo análise qualitativa

imediata do desempenho do sistema; e (v) a demonstração experimental de que é

possível gerar trajetórias coerentes da bola e realizar rastreamento funcional.
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1.1 Objetivos

1.1.1 Objetivos Gerais

Desenvolver um pipeline capaz de capturar um Transport Stream de uma

transmissão de futebol, extrair seu fluxo de vídeo e aplicar técnicas de visão compu-

tacional para detectar e rastrear a trajetória da bola utilizando modelos de machine

learning e correção de movimento de câmera.

1.1.2 Objetivos Específicos

• Realizar a captura do TS utilizando a placa DTU-238 e o software StreamXpert,

obtendo o fluxo bruto de transmissão do jogo.

• Extrair o vídeo do arquivo TS por meio da biblioteca FFmpeg, convertendo-o

para um formato adequado ao processamento quadro a quadro.

• Treinar e aplicar modelos de detecção de objetos (YOLO) para identificar a

bola nos frames do vídeo.

• Implementar filtros geométricos, de cor e de região para remover falsas detec-

ções e restringir a detecção a áreas plausíveis do campo.

• Treinar e integrar um classificador auxiliar (bola vs. falso positivo) para au-

mentar a precisão e reduzir detecções erradas.

• Estimar o movimento da câmera utilizando Optical Flow, permitindo compen-

sar deslocamentos globais do vídeo e manter uma trajetória consistente.

• Desenvolver um módulo de tracking da bola em coordenadas normalizadas do

campo, acumulando a trajetória prevista pelo modelo.

• Construir e processar um ground truth manual com a trajetória real da bola,

interpolando os frames faltantes para permitir comparação.

• Visualizar as trajetórias real e predita, sobrepondo-as no vídeo final com linhas

de cores distintas para facilitar a análise.
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• Avaliar a viabilidade do pipeline ao demonstrar que é possível realizar tracking

da bola utilizando apenas o vídeo de transmissão capturado em TS.

Este trabalho está organizado da seguinte forma: no Capítulo 2 apresenta-se

a fundamentação teórica, abordando o funcionamento do Transport Stream, codecs

de vídeo, modelos da família YOLO, técnicas de optical flow, métodos de rastrea-

mento e conceitos complementares. No Capítulo 3 descreve-se o desenvolvimento

completo do pipeline, desde a captura do TS até as etapas de detecção, filtragem,

compensação de movimento e reconstrução da trajetória. No Capítulo 4 são apre-

sentados os resultados experimentais, acompanhados de exemplos visuais extraídos

das transmissões analisadas. Por fim, no Capítulo 5 são discutidas as conclusões

gerais do estudo e são sugeridas possíveis direções para trabalhos futuros.
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Capítulo 2

Fundamentos Teóricos

A evolução das tecnologias de transmissão digital e de visão computacional

vem transformando não apenas a forma como conteúdos audiovisuais são distribuí-

dos, mas também como eventos esportivos são analisados, processados e enriqueci-

dos com informação. A compreensão dessas bases tecnológicas é fundamental para

o desenvolvimento de sistemas capazes de detectar e rastrear objetos em cenários

dinâmicos, como é o caso da bola em uma partida de futebol transmitida pela te-

levisão. Este capítulo apresenta uma revisão dos conceitos teóricos que embasam

este trabalho, desde o funcionamento dos fluxos do TS até modelos de detecção e

rastreamento de objetos baseados em machine learning.

2.1 DTU-238 e StreamXpert

A análise de fluxos digitais de televisão exige ferramentas adequadas para

a captura fiel do sinal transmitido e para a inspeção detalhada de sua estrutura

interna. Dentro desse contexto, a DTU-238 e o software StreamXpert formam uma

combinação amplamente utilizada em ambientes profissionais de broadcast e também

em pesquisas acadêmicas que envolvem TS.

A DTU-238 é um dispositivo USB profissional desenvolvido pela DekTec para

recepção direta de sinais de TV digital terrestre. Ela funciona como um front-

end completo de recepção: sintoniza frequências de Ultra High Frrequency (UHF),

captura o sinal de radiofrequência (RF) no padrão ISDB-T, adotado amplamente

no Brasil, e realiza toda a etapa de demodulação necessária para transformar esse
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sinal RF em um fluxo de transporte MPEG-TS válido.

O processo ocorre em três etapas principais: (i) sintonia, onde a DTU-238

ajusta o receptor para a frequência exata do canal; (ii) demodulação OFDM, em que

o sinal modulado pelo transmissor é convertido novamente em símbolos digitais; e

(iii) extração e entrega do TS, preservando integralmente a estrutura do fluxo, inclu-

indo pacotes de 188 bytes, PIDs, tabelas PSI/SI, timestamps e eventuais múltiplos

serviços transmitidos no mesmo canal.

Por realizar a recepção diretamente no nível de RF, a placa entrega o MPEG-

TS exatamente como foi transmitido pela emissora, sem recompressão, sem mudan-

ças na sequência de quadros e sem perda de metadados. Isso é especialmente re-

levante em aplicações de visão computacional, pois qualquer recompressão poderia

introduzir artefatos, perda de detalhes finos, variação de nitidez ou distorções de

movimento. O acesso direto ao TS bruto permite que a análise seja conduzida sobre

um material fiel à transmissão real, atendendo às características definidas na norma

ISO/IEC 13818-1 (2019), que especifica a estrutura e funcionamento do MPEG-TS.

O StreamXpert, também desenvolvido pela DekTec, funciona como o software

responsável por interpretar, analisar e registrar o sinal recebido pela DTU-238. Ele

possibilita visualizar em tempo real todos os componentes do TS, incluindo vídeo,

áudio, legendas e tabelas de sinalização. A ferramenta apresenta informações deta-

lhadas sobre taxa de bits, integridade dos pacotes, erros de transmissão e estrutura

interna, além de permitir salvar o TS exatamente como recebido, sem modificações

ou perdas (DEKTEC, 2020). Essa precisão garante que o vídeo utilizado posteri-

ormente para as etapas de detecção da bola e tracking seja uma reprodução fiel da

transmissão original, o que assegura maior validade científica aos experimentos.

2.2 Transport Stream e Transmissões Digitais

O padrão MPEG-TS Transport Stream é o principal formato utilizado em

sistemas de difusão digital, como DVB, ATSC e ISDB-T, incluindo a televisão digital

brasileira. Trata-se de um contêiner robusto e tolerante a erros, projetado para

ambientes sujeitos a perda de pacotes, como transmissões via RF, satélite e cabo.

Segundo a literatura, o TS estrutura o fluxo audiovisual em pacotes pequenos e
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independentes de 188 bytes, o que limita o impacto de perdas ou corrupções sobre

o conteúdo original.

Do ponto de vista estrutural, cada pacote inclui um cabeçalho com informa-

ções de sincronização, identificação do fluxo e um contador de continuidade, que

auxilia na detecção de perdas e na reordenação correta dos pacotes no receptor. Al-

guns pacotes podem ainda carregar informações de referência de tempo, usadas para

manter a sincronização entre áudio e vídeo e para compensar variações de atraso ao

longo do caminho de transmissão. Esse desenho torna o MPEG-TS adequado para

cenários em que o canal está sujeito a jitter e variações de taxa de bits, preservando

a continuidade da apresentação para o usuário final.

O TS organiza o conteúdo audiovisual por meio de identificadores de pacote

(PIDs), que separam fluxos de vídeo, áudio, legendas e tabelas de sinalização. Ele-

mentos como a Program Association Table (PAT) e a Program Map Table (PMT)

permitem ao decodificador identificar quais PIDs compõem cada serviço, viabili-

zando a multiplexação de múltiplos programas em um único fluxo físico. Essa ar-

quitetura, aliada aos mecanismos de sinalização e aos recursos de detecção de erro,

torna o TS particularmente atrativo em aplicações profissionais em emissoras de

TV, pois combina eficiência espectral, flexibilidade na organização de serviços e alta

resiliência a falhas de transmissão.

2.3 FFmpeg na Conversão e Processamento de Flu-

xos MPEG-TS

O FFmpeg é uma ferramenta amplamente utilizada em aplicações de pro-

cessamento, extração e conversão de vídeo, sendo adotada de forma recorrente em

pesquisas científicas contemporâneas (HUANG et al., 2022; SU et al., 2023; LUDO-

VICO et al., 2021). Trata-se de um conjunto de bibliotecas e utilitários de linha de

comando capaz de lidar com praticamente todos os formatos multimídia existentes,

incluindo o padrão MPEG-TS, estrutura fundamental das transmissões de televisão

digital. A ampla compatibilidade do FFmpeg com codecs modernos e com diferen-

tes contêineres o tornou um padrão de fato tanto em aplicações profissionais quanto

acadêmicas.
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Sua arquitetura é composta por módulos internos como libavcodec, libavfor-

mat e libswscale, que incorporam métodos eficientes de decodificação, multiplexação,

amostragem e transformação de vídeo. Isso permite que o FFmpeg leia arquivos TS

capturados diretamente via DTU-238 e StreamXpert, sem alterar sua estrutura ori-

ginal, garantindo que o conteúdo utilizado para análise corresponda exatamente ao

material recebido durante a transmissão. Essa fidelidade é crucial em experimentos

de visão computacional porque evita o impacto de recompressões ou processamento

adicional que poderiam alterar parâmetros visuais importantes, como nitidez, com-

pressão espacial, artefatos de movimento ou perda de quadros (TOMASZEWSKI et

al., 2016).

Além disso, a robustez do FFmpeg permite detectar problemas de sincro-

nização, verificar taxa de quadros e checar a integridade do fluxo. Isso torna a

ferramenta adequada para ambientes de pesquisa onde é importante garantir que

não haja discrepâncias entre o vídeo utilizado e o stream original. Sua utilização

neste trabalho contribui para estabelecer uma pipeline mais confiável e controlada,

integrando captura digital profissional, inspeção do TS e conversão rigorosa para

formatos adequados à análise computacional (LEQUOC; LARUE, 2019).

2.4 Visão Computacional e Aprendizagem de Má-

quina

A visão computacional é um campo da computação dedicado a permitir que

máquinas interpretem, compreendam e extraiam informações relevantes a partir de

imagens e vídeos. Historicamente, esse campo evoluiu a partir de métodos basea-

dos em processamento de imagens e técnicas matemáticas clássicas, como bordas de

Canny, descritores SIFT (Scale-Invariant Feature Transform) e SURF (Speeded-Up

Robust Features), segmentação baseada em limiarização ou modelos geométricos.

Entretanto, embora eficazes em condições controladas, tais abordagens apresenta-

vam limitações significativas quando aplicadas a cenários com alta variação visual,

como transmissões esportivas, onde iluminação, movimento de câmera, oclusões e

desfoque (motion blur) são fatores constantes.

Com o avanço da Aprendizagem de Máquina, especialmente com o surgimento
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das Redes Neurais Convolucionais (CNNs), houve uma mudança de paradigma. Em

vez de projetar manualmente características e regras de processamento, passou-se

a treinar modelos capazes de aprender automaticamente padrões complexos direta-

mente dos dados. Goodfellow, Bengio e Courville (2016) afirmam que essa mudança

permitiu que sistemas de visão atingissem níveis antes inatingíveis de robustez e

precisão, tornando-se adequados para contextos complexos e dinâmicos.

As CNNs aprendem filtros visuais de forma hierárquica, iniciando com pa-

drões simples (bordas, linhas, gradientes) e evoluindo para representações abstratas

mais ricas (formas e texturas). Essa capacidade tornou-se especialmente valiosa em

tarefas como detecção de objetos, segmentação e rastreamento. Em transmissões

esportivas, a visão computacional baseada em aprendizagem de máquina tem sido

aplicada para análise tática, extração de estatísticas avançadas, tracking de jogado-

res e detecção da bola, tema deste trabalho.

Além disso, a combinação de visão computacional com modelos de aprendi-

zagem supervisionada e redes profundas impulsionou o desenvolvimento de arquite-

turas modernas como YOLO, Faster R-CNN e EfficientDet. Como destacam Liu

et al. (2020), esses modelos são eficientes o suficiente para operar em tempo real,

requisito fundamental para aplicações esportivas e transmissões televisivas. A capa-

cidade de processar vídeo continuamente e com baixa latência possibilita sistemas

mais inteligentes e automatizados, ampliando as possibilidades de análise ao vivo.

A literatura mostra que a aprendizagem de máquina se tornou o núcleo das

soluções modernas de visão computacional, especialmente em domínios dinâmicos

como partidas de futebol, onde a bola é pequena, rápida, frequentemente oculta e

visualmente confundível com elementos do fundo. Trabalhos como (Giancola et al.,

2018; Castaldo et al., 2020) evidenciam que a combinação de CNNs com técnicas

complementares, como filtros geométricos ou análise temporal, melhoram significa-

tivamente a confiabilidade na detecção e no rastreamento.
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2.5 Detecção de Objetos com YOLO e Classificação

com ResNet18

O modelo YOLO (You Only Look Once), introduzido por Redmon et al.

(2016), representou um avanço significativo na área de detecção de objetos em tempo

real. Diferentemente dos métodos tradicionais baseados em propostas de regiões,

que realizavam a classificação e a localização em etapas separadas, o YOLO executa

todo o processo em uma única etapa. Essa abordagem unificada reduz a latência

e possibilita desempenho adequado para aplicações ao vivo, como monitoramento

esportivo, vigilância e veículos autônomos.

A evolução da família YOLO levou ao desenvolvimento de versões mais mo-

dernas, como o YOLOv8, que incorporam melhorias arquiteturais relevantes: back-

bones mais eficientes, detecção multi-escala aprimorada, refinamentos no algoritmo

de supressão de detecções sobrepostas (NMS) e pipelines de inferência otimizados.

De acordo com Bochkovskiy et al. (2020), tais avanços possibilitam alcançar elevado

equilíbrio entre precisão e velocidade, requisito fundamental em cenários dinâmicos,

em que objetos se deslocam rapidamente e mudam de aparência ao longo do tempo.

Paralelamente às arquiteturas de detecção, modelos de classificação como

a ResNet18 desempenham papel importante em tarefas de reconhecimento visual.

Proposta por He et al. (2016), a arquitetura ResNet introduziu conexões residuais

que aliviam o problema do desaparecimento do gradiente, permitindo treinar redes

profundas com maior estabilidade. A ResNet18, sendo uma versão mais leve dessa

família, apresenta bom equilíbrio entre desempenho, capacidade de generalização

e eficiência computacional. É amplamente utilizada para classificação de imagens,

filtragem de objetos e extração de características, especialmente em sistemas que

exigem resposta rápida.

Assim, enquanto modelos como YOLO são responsáveis pela detecção precisa

e veloz de objetos em cenas complexas, arquiteturas como a ResNet18 complemen-

tam esse processo ao oferecerem capacidades robustas de reconhecimento e diferen-

ciação visual, formando um conjunto de técnicas eficazes para aplicações modernas

de visão computacional.
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2.6 Optical Flow e Rastreamento de Objetos

O conceito de Optical Flow refere-se ao padrão de movimento aparente dos

pixels entre dois frames consecutivos de um vídeo. Esse movimento é estimado a

partir das mudanças na intensidade luminosa, permitindo inferir como cada ponto

da imagem se desloca ao longo do tempo. Segundo Horn e Schunck (1981), o fluxo

óptico baseia-se na suposição de que a intensidade de um ponto permanece constante

ao se mover entre frames, possibilitando a formulação de equações diferenciais que

estimam a direção e a velocidade desse deslocamento. Métodos clássicos como o de

Lucas e Kanade (1981) introduziram abordagens mais eficientes, utilizando janelas

locais e uma solução linear para pequenos movimentos.

O Optical Flow tornou-se particularmente útil em cenários onde é necessário

estimar o movimento global da cena ou de objetos específicos. Em transmissões es-

portivas, por exemplo, a câmera pode se mover continuamente para acompanhar a

ação, o que dificulta a análise baseada apenas em posições absolutas. O fluxo óptico

permite decouplar o movimento da câmera do movimento dos objetos, identificando

deslocamentos coerentes entre frames e possibilitando a reconstrução mais precisa

das trajetórias ao longo do tempo. Trabalhos demonstram que fluxos ópticos den-

sos, como o algoritmo Farnebäck, apresentam resultados eficazes em vídeos de alta

variação dinâmica e em condições típicas de transmissões televisivas (Farnebäck,

2003).

O rastreamento de objetos, ou tracking, constitui uma camada adicional so-

bre a detecção ou segmentação. O objetivo é manter a identidade de um objeto ao

longo dos frames, mesmo quando ocorrem oclusões parciais, mudanças de escala,

interferências visuais ou falhas temporárias na detecção. Segundo Smeulders et al.

(2014), o tracking moderno combina predição temporal, atualização da posição esti-

mada e correção baseada em observações, geralmente seguindo princípios similares

aos filtros bayesianos, como o filtro de Kalman e o filtro de partículas.

Algoritmos de rastreamento simples utilizam estratégias baseadas em distân-

cias e heurísticas geométricas, enquanto métodos mais avançados integram carac-

terísticas visuais e modelos de movimento. Em aplicações esportivas, essa tarefa é

desafiadora devido à velocidade dos objetos, ao grande número de distrações visu-

ais e às constantes mudanças de perspectiva. Nesses casos, combinar técnicas de
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optical flow com algoritmos de rastreamento permite ajustar a trajetória prevista

conforme a movimentação da câmera, garantindo maior consistência e estabilidade

ao acompanhamento do objeto ao longo do tempo.

O rastreamento eficiente depende da integração entre detecção, predição e

correção. Em ambientes dinâmicos, a união entre optical flow e modelos de trac-

king se mostra particularmente eficaz, pois o fluxo óptico fornece pistas contínuas

de movimento enquanto o rastreador mantém coerência temporal, formando uma

abordagem robusta para a reconstrução de trajetórias em vídeos complexos.

Neste trabalho, o método de optical flow adotado é o de Lucas e Kanade

(1981), em sua forma esparsa e piramidal, amplamente utilizado em bibliotecas

como o OpenCV. Nessa abordagem, o movimento é estimado apenas em pontos de

interesse (como cantos bem definidos), dentro de pequenas janelas locais, assumindo

deslocamentos pequenos e aproximadamente constantes em cada vizinhança. Essa

escolha oferece um bom compromisso entre custo computacional e robustez, per-

mitindo estimar de forma eficiente tanto o movimento global da câmera quanto as

variações de posição dos objetos de interesse ao longo do vídeo.
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Capítulo 3

Desenvolvimento

3.1 Visão Geral da Arquitetura do Sistema

Figura 3.1: Arquitetura geral do pipeline proposto para captura, processamento e
rastreamento da bola.

O sistema desenvolvido organiza-se como um pipeline de processamento que

vai desde a captura do sinal de televisão digital até a geração de um vídeo de

saída com a trajetória da bola marcada sobre as imagens. Em vez de trabalhar

apenas com clipes de vídeo previamente disponíveis, a proposta parte do fluxo real

de transmissão, capturado em forma de TS e tratado passo a passo até se tornar um

insumo adequado para técnicas de visão computacional e aprendizado de máquina.
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De forma geral, a arquitetura pode ser dividida em módulos encadeados.

Primeiro ocorre a captura do sinal por meio da placa DTU-238 e do software Stre-

amXpert, que permitem sintonizar o canal e gravar o fluxo de transporte em um

arquivo TS. Em seguida, esse arquivo é processado pelo FFmpeg, que extrai e con-

verte o fluxo de vídeo para um formato como MP4, preservando resolução, taxa de

quadros e informações temporais utilizadas nos passos seguintes.

A partir do vídeo convertido, entra em ação o núcleo de visão computacional.

Cada frame é enviado ao modelo de detecção YOLO, treinado para localizar a bola

no campo. As detecções brutas passam por uma sequência de filtros, que levam em

conta tamanho, formato, região da imagem e predominância de gramado, além de

um classificador auxiliar baseado em ResNet18 treinado para diferenciar entre bola

e falsos positivos. Apenas as detecções que satisfazem todos esses critérios seguem

adiante no pipeline.

Como as transmissões esportivas utilizam câmeras em constante movimento,

a arquitetura incorpora um módulo de estimativa de movimento da câmera, baseado

em optical flow. Esse módulo calcula o deslocamento global da imagem entre frames

e gera um vetor de offset da câmera. Com isso, as posições da bola são convertidas

de coordenadas de tela para coordenadas aproximadas de campo, permitindo que o

rastreamento descreva o movimento da bola de forma mais fiel à realidade, mesmo

quando a câmera acompanha a jogada.

Sobre essas posições corrigidas atua o rastreador da bola, responsável por

consolidar as detecções ao longo do tempo, rejeitar saltos incoerentes e construir

uma trajetória contínua em coordenadas de campo. Paralelamente, um módulo de

ground truth carrega de um arquivo CSV as anotações manuais da trajetória real

da bola, obtidas previamente por meio de uma ferramenta de marcação de pontos

frame a frame. No fim do processo, o sistema compara visualmente as trajetórias

estimada e real e gera um vídeo de saída contendo as duas linhas sobrepostas. Esse

material permite observar o comportamento do modelo ao longo da partida e avaliar

de forma qualitativa e visual a proximidade entre o caminho estimado e o percurso

real da bola.
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3.2 Metodologia

3.2.1 Captura do Transport Stream com a DTU-238 e o Stre-

amXpert

A aquisição do sinal televisivo foi realizada utilizando o hardware DTU-238,

um demodulador profissional capaz de receber fluxos digitais em padrões como DVB-

C, DVB-T/T2 e ISDB-T. Esse equipamento permite acesso direto TS bruto, preser-

vando toda a estrutura de pacotes de 188 bytes, serviços, tabelas PSI/SI e fluxos de

áudio e vídeo sem qualquer recompressão ou processamento adicional.

Para visualizar, demultiplexar e gravar o TS, foi utilizado o software Stre-

amXpert, da DekTec. A ferramenta oferece leitura em tempo real do sinal recebido,

exibindo informações como frequência, nível de sinal, constelação demodulada, taxa

de bits e identificação dos serviços contidos no multiplex.

A Figura 3.2 mostra a tela inicial do StreamXpert logo após o sintonizador

DTU-238 ser configurado na frequência de 479,143 MHz (Rede Globo). Percebe-se

o indicador de nível de sinal (Level) e estado de bloqueio (No lock), utilizados para

ajustar a recepção.

Figura 3.2: Interface inicial do StreamXpert exibindo a configuração da DTU-238
na frequência de 479,143 MHz.

Após o bloqueio correto do sinal, o software decodifica o serviço selecionado,

permitindo tanto a visualização ao vivo quanto a gravação do TS. A Figura 3.3

ilustra a interface exibindo o fluxo de vídeo HD (1920×1080) referente à partida de

futebol utilizada neste trabalho, com o serviço devidamente identificado no painel

lateral.
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Figura 3.3: Visualização do serviço decodificado no software após o bloqueio do
sinal.

Com o TS devidamente carregado, o software permite iniciar a gravação em

modo Normal, gerando um arquivo .ts contendo o fluxo original da emissora. Esse

arquivo preserva integralmente os frames de vídeo sem perdas e serve como insumo

para as etapas seguintes do sistema, como extração de quadros, detecção da bola e

análise de trajetória.

3.2.2 Extração e Conversão do Vídeo pelo FFmpeg

Após a captura do Transport Stream com a DTU-238, o vídeo permanece en-

capsulado em um formato próprio para transmissão digital, o MPEG-TS (Transport

Stream). Esse contêiner é projetado para transportar múltiplos fluxos simultâneos,

como vídeo, áudio, legendas e tabelas de sinalização, organizados por identificadores

específicos (Packet Identifiers, PIDs). Embora esse formato seja ideal para broad-

cast, ele não é adequado para processamento direto em pipelines de visão computa-

cional. Por isso, torna-se necessário extrair o fluxo de vídeo e convertê-lo para um

formato mais convencional e compatível com bibliotecas como OpenCV e PyTorch.

Especificamente, neste trabalho, o fluxo de vídeo demultiplexado é convertido

para o contêiner MP4, mantendo o codec H.264 original. Essa padronização no

formato de saída facilita a integração com as bibliotecas de visão computacional

utilizadas e garante que todo o pipeline opere sobre arquivos homogêneos, eliminando
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variações indesejadas de contêiner entre diferentes capturas.

A etapa de demultiplexação, isto é, a separação do fluxo de vídeo do restante

dos dados, garante que o algoritmo de detecção receba uma sequência limpa de fra-

mes, sem interrupções, sem sincronismo irregular e sem a sobrecarga de elementos

que não são utilizados pelo sistema. Essa limpeza é fundamental porque, em arqui-

vos MPEG-TS reais, é comum que ocorram perdas de pacotes, variações no bitrate

ou pequenos erros de transmissão, especialmente quando a captura é feita direta-

mente da transmissão ao vivo. O FFmpeg atua, então, como um “normalizador”,

reestruturando o fluxo, corrigindo timestamps e assegurando que cada quadro esteja

devidamente acessível para processamento.

Além da extração, o FFmpeg também pode realizar a conversão para outros

contêineres, como o MKV, preservando a qualidade do vídeo original e mantendo a

codificação utilizada pela emissora (geralmente H.264). Isso garante que o material

recebido pela etapa de visão computacional seja fiel ao sinal capturado, mantendo

texturas, cores e detalhes essenciais para a detecção de objetos pequenos, como a

bola.

O resultado desse processo é um arquivo de vídeo estável, padronizado e

completamente adequado para uso em modelos de detecção e rastreamento. Essa

conversão é uma peça essencial no pipeline, pois:

• remove a complexidade estrutural do formato TS;

• garante consistência temporal entre os frames ;

• preserva a qualidade visual necessária para a detecção via YOLO ;

• reduz o risco de falhas no carregamento do vídeo;

• fornece um formato amplamente compatível com bibliotecas como OpenCV e

PyTorch.

Assim, o FFmpeg atua como um estágio estratégico do sistema, transfor-

mando um sinal de transmissão digital, complexo e fragmentado, em um vídeo pa-

dronizado e confiável, pronto para análise computacional.
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3.2.3 Treinamento e detecção da bola com o modelo YO-

LOv8n

Após a etapa de captura e conversão do vídeo para MP4, o próximo compo-

nente central do sistema é o modelo de detecção de objetos responsável por localizar

a bola em cada quadro da transmissão. Para essa finalidade foi utilizado o YO-

LOv8n, uma variante leve da família YOLO desenvolvida pela Ultralytics, que ofe-

rece um equilíbrio adequado entre velocidade de inferência e capacidade de detecção

em aplicações quase em tempo real.

A escolha do modelo YOLOv8n neste trabalho não está relacionada a um

cenário de implantação embarcada ou de restrição extrema de hardware, mas sim

a critérios de eficiência computacional e viabilidade experimental. O objetivo prin-

cipal foi selecionar um detector capaz de operar de forma estável em um pipeline

completo, composto por múltiplas etapas sequenciais, como captura, decodificação,

detecção, filtragem, estimativa de movimento da câmera e rastreamento, sem intro-

duzir latências excessivas ou demandar infraestrutura computacional elevada.

O YOLOv8n apresenta uma arquitetura mais leve quando comparado a va-

riantes maiores da família YOLO, exigindo menor capacidade de processamento e

menor volume de dados para treinamento, o que é particularmente relevante em

estudos de viabilidade. Modelos mais robustos, embora potencialmente mais pre-

cisos, demandariam conjuntos de dados significativamente maiores e maior poder

computacional, o que poderia comprometer a reprodutibilidade do experimento e

desviar o foco deste trabalho, que não é a maximização da acurácia da detecção,

mas a avaliação da possibilidade de rastrear a bola a partir do sinal televisivo.

Dessa forma, o uso do modelo foi motivado pela necessidade de um detector

suficientemente confiável, de treinamento acessível e com custo computacional com-

patível com a execução integrada do pipeline, e não por uma exigência de execução

em dispositivos embarcados ou sistemas de baixa potência.

O processo foi dividido em duas etapas principais: o treinamento do modelo

a partir de conjuntos de dados específicos de futebol e a posterior aplicação desse

modelo já treinado ao vídeo extraído do Transport Stream.
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Preparação do conjunto de dados

. Para o treinamento, adotou-se dois conjuntos de dados públicos do Robo-

flow Universe: o Football Players Dataset e o Soccer Ball Dataset, ambos contendo

amostras amplas e variadas de partidas de futebol com anotações de bola. Esses

conjuntos apresentam imagens capturadas em diferentes estádios, condições de ilu-

minação, ângulos de câmera e tipos de gramado, o que permite ao modelo aprender

representações robustas sem exigir imagens coletadas especificamente para este tra-

balho.

As imagens desses datasets já possuem anotações estruturadas no formato

YOLO, contendo as bounding boxes que delimitam a bola em cada quadro. Durante o

carregamento, oYOLOv8n aplica automaticamente operações de pré-processamento,

como redimensionamento, normalização e técnicas de aumento de dados (data aug-

mentation), incluindo mudanças de brilho, contraste, rotação e escala.

Treinamento do modelo YOLOv8n

. Com o conjunto de dados preparado, o treinamento foi conduzido utilizando

a implementação oficial da Ultralytics em Python. O YOLOv8n foi inicializado a

partir de pesos pré-treinados em um grande conjunto de dados genérico de detec-

ção, o que fornece ao modelo conhecimento prévio sobre formas, texturas e padrões

básicos. A partir disso, foi realizado o fine-tuning para a classe única de interesse:

a bola de futebol.

Durante o processo de aprendizagem, as imagens são apresentadas em lotes

e o modelo produz predições de caixas delimitadoras e níveis de confiança. Cada

predição é comparada com as anotações reais e uma função de perda avalia simul-

taneamente a localização, o tamanho e a classificação das caixas. Os pesos da rede

são ajustados iterativamente até que o modelo apresente um desempenho estável

e adequado para uso no pipeline. O objetivo não foi buscar métricas máximas de

desempenho, mas sim um resultado suficientemente confiável para o rastreamento

subsequente.
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Detecção da Bola no Fluxo de Vídeo

. Após o treinamento, o YOLOv8n é incorporado ao pipeline e passa a atuar

sobre cada quadro do vídeo. Para cada imagem, ao detectar a bola, modelo retorna

uma caixa delimitadora, seu nível de confiança e a classe identificada. Como o

sistema opera com detecção monoclasse, somente as caixas classificadas como “ball ”

são consideradas. A Figura 3.4 apresenta alguns exemplos de detecções produzidas

pelo modelo em diferentes partidas, demonstrando sua capacidade de localizar a

bola.

Figura 3.4: Exemplos de detecções realizadas pelo modelo YOLOv8n após o
treinamento. As caixas delimitadoras destacam a bola em diferentes cenários,

resoluções, níveis de iluminação e ângulos de câmera, evidenciando a capacidade
do modelo de generalizar para contextos variados.

As predições brutas produzidas pelo YOLOv8n passam por uma cadeia de

filtragens adicionais implementadas no pipeline, com o objetivo de reduzir falsos

positivos e manter apenas detecções realmente compatíveis com a bola de futebol.

Primeiramente, são aplicados filtros geométricos que descartam caixas muito peque-

nas, muito grandes ou com razões de aspecto incompatíveis com o formato circular

aproximado da bola. Em seguida, utiliza-se um filtro baseado no gramado, que

verifica a proporção de pixels verdes na região da detecção, assegurando que a pre-

visão esteja localizada sobre o campo de jogo e não em áreas como arquibancadas,

placas de publicidade ou sombras fora do gramado. Também é avaliada uma re-

gião proibida na parte superior do quadro, onde normalmente aparecem bandeiras,

torcedores e elementos que podem gerar detecções espúrias. Por fim, o pipeline
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pode empregar um classificador auxiliar baseado em uma ResNet-18 pré-treinada,

que recebe pequenos recortes da imagem ao redor de cada detecção e realiza uma

segunda verificação, distinguindo entre bola e objetos visualmente semelhantes. A

atuação conjunta desses filtros e do classificador contribui para tornar as detecções

finais mais confiáveis antes de serem enviadas ao módulo de rastreamento.

Ao final desse processo, permanecem apenas as detecções válidas de cada qua-

dro. As coordenadas centrais das caixas são enviadas ao módulo de rastreamento e

ao estimador de movimento da câmera, responsáveis por montar a trajetória esti-

mada da bola e desenhar sobre o vídeo a linha que representa esse percurso.

Estimativa do Movimento da Câmera e Rastreamento da Bola

Após a etapa de detecção, o sistema precisa localizar a trajetória da bola ao

longo do tempo mesmo quando a detecção não ocorre em todos os quadros. Para

isso, o pipeline integra dois componentes fundamentais: a estimativa do movimento

da câmera e o rastreamento da bola. Em transmissões esportivas, a câmera está em

constante movimento, realizando panorâmicas, aproximações e recuos para acom-

panhar a dinâmica do jogo. Esse movimento provoca deslocamentos significativos

na imagem, fazendo com que a bola aparente mudar de posição mesmo quando

permanece estática em relação ao campo. Assim, antes que qualquer técnica de

rastreamento seja aplicada, é necessário compensar esse movimento para isolar o

deslocamento real do objeto.

A estimativa do movimento da câmera é realizada por meio de um método de

optical flow, que analisa a variação de padrões visuais entre quadros consecutivos.

Pequenas estruturas e texturas do campo, como linhas do gramado e bordas de alto

contraste, são utilizadas para estimar o deslocamento médio global da imagem. A

Figura 3.5 ilustra esse conceito, mostrando como o campo de vetores de movimento

inclui tanto o movimento aparente causado pela câmera quanto o movimento real

dos objetos. A partir dessa estimativa, o sistema acumula o deslocamento global ao

longo do tempo e gera um mapa contínuo de offset da câmera, permitindo estabilizar

o referencial visual em que a bola será rastreada.

Com o deslocamento da câmera compensado, entra em ação o módulo de ras-

treamento. Esse rastreamento opera de forma complementar ao modelo YOLOv8n,
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Figura 3.5: Exemplo de quadro da transmissão esportiva com pontos de interesse
detectados pelo método de Lucas–Kanade, destacando jogadores, árbitro e

elementos de fundo utilizados para o cálculo do fluxo óptico. Fonte: do autor.

considerando que a bola não será detectada em todos os quadros devido a oclu-

sões, desfoque de movimento, baixa resolução ou interferência visual de jogadores.

O sistema utiliza a posição detectada mais recente e a converte para coordenadas

estabilizadas, preservando a trajetória mesmo quando há lacunas temporárias. Um

limite máximo de salto é aplicado para impedir que o rastreador aceite deslocamen-

tos incompatíveis com a dinâmica natural da jogada, reduzindo erros decorrentes de

detecções equivocadas.

À medida que o vídeo avança, cada posição estimada da bola em coordenadas

de campo é registrada e conectada visualmente como uma linha contínua. Essa tra-

jetória representa a interpretação do sistema sobre o caminho percorrido pela bola,

exibida como uma linha azul sobre o vídeo final. A combinação entre compensação

de movimento da câmera e rastreamento garante continuidade, suavidade e coerên-

cia ao movimento reconstruído, mesmo em cenários em que as detecções isoladas

apresentam ruído ou interrupções.
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Capítulo 4

Resultados

Esta seção apresenta os resultados obtidos a partir da aplicação do pipeline

de detecção, rastreamento e reconstrução da trajetória da bola ao longo de vídeos

de uma partida de futebol. Foram utilizados seis vídeos de 15 segundos cada, todos

extraídos diretamente dos arquivos TS capturados por meio da placa DTU-238.

4.1 Construção da trajetória real

A trajetória real da bola foi construída manualmente a partir da anotação

quadro a quadro da posição da bola em coordenadas de tela. As anotações foram

registradas em arquivos CSV contendo a posição (x, y) da bola ou, em alguns casos,

valores de caixas delimitadoras posteriormente convertidas para coordenadas cen-

trais. Em trechos nos quais quadros estavam ausentes ou a frequência temporal do

vídeo variava, foi realizada interpolação linear para garantir uma trajetória contí-

nua ao longo de toda a sequência analisada. Além disso, foram descartados pontos

claramente inconsistentes com a continuidade do movimento, produzidos por erros

de anotação ou de detecção automática.

A Figura 4.1 apresenta um exemplo da trajetória real representada como uma

linha vermelha sobre o vídeo.
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Figura 4.1: Exemplo de trajetória real da bola, construída a partir de anotações
manuais e interpolação.

4.2 Trajetória estimada pelo modelo

Após o carregamento da trajetória real, foi executado o pipeline completo do

sistema. Cada quadro do vídeo foi processado pelo modelo YOLOv8n, responsável

por identificar possíveis posições da bola. As detecções brutas foram submetidas

a múltiplos filtros: (1) filtros geométricos de tamanho e proporção, (2) filtro ba-

seado no gramado, (3) filtro de região proibida na área superior da tela, (4) filtro

classificador auxiliar baseado na ResNet-18.

As detecções válidas tiveram suas posições convertidas para coordenadas es-

tabilizadas por meio da compensação do movimento global da câmera, obtida pelo

método de optical flow. Quando um quadro não apresentava detecção confiável, o

rastreador preservava a trajetória utilizando a última posição válida e restringindo

saltos incompatíveis com o movimento natural da bola.

A trajetória estimada é representada graficamente por uma linha azul contí-

nua, refletindo a sequência de posições previstas pelo pipeline ao longo do tempo.

Esse traçado evidencia como o sistema interpreta o deslocamento da bola quadro a

quadro, incorporando tanto as detecções diretas do modelo quanto as correções im-

postas pelo processo de estabilização e rastreamento. A Figura 4.2 ilustra de forma

clara a sobreposição entre a trajetória real (em vermelho), obtida por anotação ma-

nual, e a trajetória estimada pelo sistema (em azul), permitindo uma visualização
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direta do quão próximo o algoritmo conseguiu reproduzir o movimento real da bola

ao longo do lance.

Figura 4.2: Comparação entre a trajetória estimada pelo modelo (azul) e a
trajetória real da bola (vermelho).

4.3 Vídeo final processado

Como resultado final, o pipeline gera automaticamente um vídeo anotado

contendo não apenas a trajetória estimada pelo sistema, mas também a trajetória

real utilizada como referência, além de todo o registro visual correspondente ao mo-

vimento compensado da câmera. O resultado combina, em um único material, todas

as etapas do processamento: detecção, estabilização, rastreamento e reconstrução

da trajetória, permitindo uma análise completa e integrada do comportamento do

algoritmo ao longo do lance.

Esse vídeo final facilita a visualização da dinâmica da jogada, pois evidencia

de maneira contínua como a bola se desloca em campo e como o sistema interpreta

esse movimento ao longo do tempo. Além disso, permite identificar situações crí-

ticas, como momentos de oclusão, mudanças abruptas na filmagem ou variações

bruscas de velocidade, tornando mais claro o impacto de cada um desses fatores

no desempenho do rastreamento. A Figura 4.3 apresenta um exemplo de quadro

retirado diretamente do vídeo final produzido pelo sistema.
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