UNIVERSIDADE FEDERAL DO AMAZONAS
FACULDADE DE TECNOLOGIA
ENGENHARIA ELETRICA - TELECOMUNICACOES

Deteccao Automatica de Riscos por Vegetacao em Redes de Distribuicao na

UFAM Utilizando Visao Computacional e Reconhecimento de Padroes

ROBSON MARCHEGIANI SEIXAS NOGUEIRA

MANAUS-AM
2025



ROBSON MARCHEGIANI SEIXAS NOGUEIRA

Deteccao Automatica de Riscos por Vegetacao em Redes de Distribuicao na UFAM

Utilizando Visao Computacional e Reconhecimento de Padrees

Monogra a apresentada a Coordenacao do
Curso de Engenharia Eletrica - Telecomu-
nicacees da Universidade Federal do Ama-
zonas, como parte dos requisitos necessarios
a obtencao do ttulo de Bacharel em Enge-

nharia Eletrica.

Orientador: Prof. Dr. Luiz Eduardo Sales e Silva

MANAUS-AM
2025



Ficha Catalografica

Elaborada automaticamente de acordo com os dados fornecidos pelo(a) autor(a).

N778d Nogueira, Robson Marchegiani Seixas
Deteccdo Automatica de Riscos por Vegetacdo em Redes de
Distribuicdo na UFAM Utilizando Visdo Computacional e
Reconhecimento de Padrdes / Robson Marchegiani Seixas
Nogueira. - 2025.
110f. : il color. ; 31 cm.

Orientador(a): Luiz Eduardo Sales e Silva.

Trabalho de Conclusé&o de Curso (graduacgéo) - Universidade
Federal do Amazonas, Faculdade de Tecnologia, Curso de
Engenharia Elétrica, Manaus, 2025.

1. Poda de Arvore. 2. Rede de Distribui¢do de Energia. 3. Visdo
Computacional. 4. Rede Neural Convolucional. 5. Processamento
Digital de Imagens. I. Silva, Luiz Eduardo Sales e. Il. Universidade
Federal do Amazonas. Faculdade de Tecnologia. Curso de
Engenharia Elétrica. IIl. Titulo




ROBSON MARCHEGIANI SEIXAS NOGUEIRA

Deteccao Automatica de Riscos por Vegetacao em Redes de Distribuicao na UFAM

Utilizando Visao Computacional e Reconhecimento de Padroes

Monografia apresentada a Coordenagao do
Curso de Engenharia Elétrica - Telecomu-
nicacoes da Universidade Federal do Ama-
zonas, como parte dos requisitos necessarios
a obtencao do titulo de Bacharel em Enge-

nharia Elétrica.

Data da Defesa: 11 de dezembro de 2025.

Documento assinado digitalmente

ub LUIZ EDUARDO SALES E SILVA
g Data: 12/12/2025 13:13:16-0300

Verifique em https://validar.iti.gov.br

Prof. Dr. Luiz Eduardo Sales e Silva
Orientador

Departamento de Eletricidade - UFAM

Nk S e |

Prof. Dr. Waldir Sabino da Silva Junior

Departamento de Eletronica e da Computacao - UFAM

Documente assinado digitalmente

ub CAMILA SOUZA ALVES
g Data: 12/12/2025 14:52:27-0300

Verifique em https://validar.iti.gov.br

Prof®. Ma. Camila Souza Alves

Departamento de Eletricidade - UFAM

MANAUS-AM
2025



Dedico este trabalho a minha amada
mae, Irgleyde Pereira de Seixas, fundamento
e inspiracao da minha vida, luz que ilu-
mina meu ser. Caminhou ao meu lado nos
primeiros passos desta graduacao, transmi-
tindo coragem, incentivo e uma forca silen-
ciosa que conforta e sustenta quem ama.
Cada conquista re ete a luz que me guia,
mantendo-nos conectados em um v nculo
eterno. Ofereco esta conquista como ex-
pressao de gratidao e amor por tudo que me

ensinou, preservando viva a nossa ligacao.



Agradecimentos

Agradeco a Deus pela vida, pela saude e pela forca concedida em todos os momentos
desta jornada.

Aos meus pais, Irgleyde Pereira de Seixas e Jean Erc lio Nogueira, deixo minha gra-
tidao por todo amor, cuidado e incentivo. Sempre foram meu alicerce, exemplo de per-
severanca e a maior fonte de motivacao ao longo da minha caminhada. Aos meus avos,
Ivaneide Seixas e Jose Seixas, agradeco pelo incentivo aos estudos desde a infancia e por
todo carinho dedicado.

Aos meus irmaos, Stefani Seixas, Jennyfer Seixas e Jhonata Zwerver, agradeco por
todo o apoio, incentivo e con anca. Minha caminhada nao teria 0 mesmo sentido sem a
forma generosa com que vocés acreditam em mim. Em especial as minhas irmas, mesmo
a distancia, sempre se fazem presentes por meio de palavras de incentivo e amparo nos
momentos dif ceis.

A minha tia Iraneide Seixas, deixo meu agradecimento por cada gesto de apoio, por
compartilhar minhas conquistas e por sempre estender a mao quando necessario.

A Cec lia Paiva, agradeco imensamente pelo companheirismo desde o ensino funda-
mental ate a graduacao, pela presenca constante, pelo apoio nos estudos, pelo incentivo
e pela con anca depositada em mim.

Ao meu amigo Matheus Silva, agradeco pela amizade, presenca e apoio ao longo desta
caminhada.

Por m, ao meu orientador, Prof. Dr. Luiz Eduardo, deixo meu sincero agradecimento
pela orientacao, paciéncia, disponibilidade e oportunidade de desenvolver este trabalho sob

sua orientacao, alem das palavras de incentivo que foram essenciais ao longo do projeto.



\A ansiedade no coracao do homem o abate,

mas a boa palavra o alegra.”

(Proverbios 12:25)



Resumo

A e ciéncia e seguranca da rede eletrica sao elementos cr ticos para o funcionamento de
qualquer instituicao, e a UFAM nao e excecao. No contexto amazénico, onde as condicees
climaticas podem intensi car os riscos, e fundamental adotar medidas preventivas para
garantir a integridade da rede eletrica. Os procedimentos de identi cacao dos riscos adota-
dos pela concessionaria de energia demonstram-se limitados por dependerem de inspecoes
visuais de campo, limitadas em termos de e ciéncia e escala. Assim, evidencia-Se a neces-
sidade de automatizar a identi cacao de arvores proximas a rede eletrica para aumentar
a e ciéncia e e cacia na deteccao de riscos e permitir resposta rapida e precisa. Apos a
criacao de um banco de dados local para identi car a necessidade de poda das arvores
da UFAM, avalia-se distintos metodos de reconhecimento de padrees presentes na litera-
tura para identi car os mais e cientes no @mbito desta problematica. Este projeto segue
uma abordagem metodologica dividida em trés etapas principais. Inicialmente, coleta-se
e organiza-se um conjunto de dados, explorando e adaptando tecnicas de visao compu-
tacional e reconhecimento de padrees, incluindo o uso de redes neurais convolucionais.
Nessa, ajusta-se 0s par&metros do modelo e realiza-se testes para garantir sua e cacia. A
seguir, avalia-se o desempenho do sistema desenvolvido, utilizando metricas para veri car
sua precisao e e cacia operacional, comparando-a com os metodos amplamente utilizados
na literatura. A ultima etapa consiste em estimar a dist&ncia entre os condutores e 0s
galhos das arvores. Os modelos treinados com YOLOvVS8 e Keras apresentam F1-Score
entre 90 e 100% nas imagens de teste e do Google Maps. Na predicao em v deos, YOLOvV8
e MobileNetV2 possuem F1-Score entre 85 e 100%.

Palavras-chave: Poda de Arvore; Rede de Distribuicao de Energia; Visao Com-

putacional; Rede Neural Convolucional; Processamento Digital de Imagens.



Abstract

The e ciency and safety of the electrical network are critical elements for the operation
of any institution, and UFAM is no exception. In the Amazonian context, where climatic
conditions can exacerbate risks, it is essential to adopt preventive measures to ensure
the integrity of the electrical network. The risk identi cation procedures adopted by
the energy utility prove to be limited, as they rely on visual eld inspections, which
are constrained in terms of e ciency and scalability. Therefore, there is a clear need
to automate the identi cation of trees near power lines to enhance the e ciency and
e ectiveness of risk detection and enable rapid and accurate response. After creating a
local database to assess the need for tree pruning at UFAM, various pattern recognition
methods from the literature are evaluated to identify the most e cient approaches for this
problem. This project follows a methodological approach divided into three main stages.
Initially, a dataset is collected and organized, exploring and adapting computer vision and
pattern recognition techniques, including the use of convolutional neural networks. During
this stage, model parameters are tuned and tests are conducted to ensure e ectiveness.
Next, the performance of the developed system is assessed using metrics to verify its
accuracy and operational e ectiveness, comparing it with widely used methods from the
literature. The nal stage involves estimating the distance between conductors and tree
branches. Models trained with YOLOvV8 and Keras achieve F1-Scores between 90% and
100% on test images and Google Maps images. For video predictions, YOLOvV8 and
MobileNetV2 achieve F1-Scores between 85% and 100%.

Keywords: Tree Pruning; Electrical Distribution Network; Computer Vision;

Convolutional Neural Network; Digital Image Processing.
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Captulo 1

Introdicao

O processo de poda dasarvores nas grandes cidades tem como objetivo prevenir proble-
mas decorrentes do crescimento excessivo dos galhos poximosa rede ektrica. Remove-se
galhos poximos e entrelecados que crescem em direcaoa rede, reduzindo o risco do contato
direto com os condutores. O contato entre a extremidade do galhos com a rede ektrica
pode provocar um curto-circuito, podendo danicar os os e interrompendo o forneci-
mento de energia. Aem disso, a queda dearvores ou queda de galhos maiores e espessos
sobre a rede pode ocasionar no rompimento do o de energia, sendo considerado o caso
mais grave (CEMIG, 2021), pois 0 0 pode permanecer energizado e ocasionar acidentes,
representando perigo potenciala vida de humanos e animais poximos (Dimitriadou et al.,
2016).

No estado do Amazonas, em virtude da existéncia de apenas duas estacees no ano,
verao e inverno, a realizacao perbdica de podas torna-se de extrema importancia e indis-
pensavel. No perodo do verao, a intensa exposcao solar contribui para o ressecamento
dos galhos, aumentando a probabilidade de quedas sobre a rede ektrica (Minas, 2022).
No perodo do inverno, a combinacao de chuvas e ventos fortes intensi cam o risco de
gqueda de galhos e ae mesmo arvores inteiras, que podem atingir e danicar a a4ao,
podendo romper os cabos de energia e derrubar os postes (Minas, 2022). Especi camente
no campus da Universidade Federal do Amazonas (UFAM), ha registros de incidentes
em que ventos intensos arrancaramarvores completamente, expondo parte de suas razes
(do Amazonas, 2024).

Em Manaus, o procedimento padrao adotado pela Amazonas Energia para a poda de

arvores inicia-se com inspetores de campo realizando rondas regulares para identi car e
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mapeararvores que possam representar riscoa rede ektrica (Energia, 2023). Outra forma
de identi cacao da necessidade de podae atrawes do contato dos clientes pelo Servco de
Atendimento ao Consumidor (SAC) e atrawes de observacees dos pioprios funciorarios
da concessioraria durante atividades de manutercao (Energia, 2023). Ams 0 registro,
as solicitacees se transformam em Ordens de Servcos (OS) e sao direcionadasas equipes
de campo, que realizam uma avaliacao ecnica do local. Ams a aralise concluda e
obtercao da autorizacao dosorgaos publicos, a podae agendada e executada em ae 30
dias. Em situacoes emergenciais, a Amazonas Energia atua imediatamente para garantir
a segurarca da populacao e a continuidade do fornecimento de energia (Energia, 2023).

A identi cacao manual dasarvores poximasa rede ektricae um processo demorado e
sujeito a falhas humanas. Dessa maneira, evidencia-se a necessidade do desenvolvimento
de solucees automatizadas capazes de identi car e mensurar a proximidade das arvores
com os condutores ektricos, contribuindo para acees de manutercao preventiva do sistema

de distribucao.

1.1 Motivacao

A cidade de Manaus apresenta eventos recorrentes associados a chuvas intensas e
ventanias, resultando na queda de arvores sobre a rede. Essas quedas interrompem o
fornecimento de energia ektrica e podem causar acidentes a populacao (AM, 2024). As
Figuras 1.1 e 1.2 apresentam incidentes ocasionados devidoa queda de arvores sobre a

rede ektrica.

Figura 1.1: Arvore causa rompimento no o de energia. Fonte: (Portal do Holanda, 2025).

A Figura 1.1 exibe um incidente devido a arvore cada sobre a rede, causando o
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rompimento do o de energia e na interrupcao do fornecimento de energia ektrica.

Figura 1.2: Arvore cai sobre a rede e interrompe fornecimento de energia. Fonte: (Rios
de Notcias, 2024).

A Figura 1.2 mostra o contato dos galhos dasarvores com a rede ektrica, resultando
na interrupcao do fornecimento de energia. As imagens evidenciam como estes eventos
sao recorrentes na cidade.

Os riscos nao se limitam apenas a esses fatores. A Figura 1.3 apresenta um exemplo

em escala mais ampla, evidenciando a gravidade da situacao.

Figura 1.3: Contato entre galhos e rede ektrica causam princpio de incéndio. Fonte:
(Amazonas Atual, 2024).

A Figura 1.3 mostra um princpio de incéndio provocado pelo contato entre os galhos
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e a rede ektrica, evidenciando danosa infraestrutura, interrupcees no fornecimento de
energia e riscosa segurarca de pessoas e animais.

Esses epiodios evidenciam a vulnerabilidade da rede ektrica em ambientes com ele-
vada densidade arlorea, especialmente em regiees submetidas a condcoees clinaticas se-
veras como Manaus.

No contexto da UFAM esses eventos sao recorrentes, principalmente durante o perodo
de chuva, entre o0 més de dezembro e maio. Chuvas e ventanias derrubam arvores no
campus com frequéncia, ocasionando danosa infraestrutura, interrupcao no fornecimento
de energia e suspensao das atividades presenciais (UFAM, 2024). As Figuras 1.4 e 1.5

apresentam exemplos de queda dearvores devido a fortes chuvas.

Figura 1.4. Galhos em contato com a rede ektrica da UFAM. Fonte: (A Crtica, 2024).

A Figura 1.4 apresentaarvores que caram sobre a rede, provocando o contato entre
os galhos e os condutores ektricos, resultando na interrupcao do fornecimento de energia

e na paralisacao das atividades académicas.

Figura 1.5: Arvoree arrancada do solo na UFAM durante chuva. Fonte: (do Amazonas,
2024).

A Figura 1.5 mostra uma arvore totalmente arrancada do solo, evidenciando a in-

tensidade desses eventos durante o perodo chuvoso e o potencial de danos associadosa
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proximidade com a rede ektrica.

A UFAM apresenta um ambiente caracterizado com densa vegetacao e intensa in-
teracao entreareas comarvores e a rede ektrica. Durante o perodo de fortes ventos e
chuvas, ha registros de quedas dearvores dentro do campus (A Crtica, 2024), afetando o
fornecimento de energia e a infraestrutura local. Essa realidade motiva o desenvolvimento
de soluwcees tecnobgicas voltadasa prevercao desses incidentes.

A utilizacao de dados reais do pioprio campus confere relevancia patica ao trabalho
e fortalece sua aplicacao em um contexto regional. O estudo propee aplicar ecnicas
de reconhecimento de padrees e aprendizado profundo utilizando imagens coletadas na
popria institucao. Dessa forma, busca-se desenvolver uma ferramenta peatica, adaptada
as caractersticas do ambiente amaz6nico e voltada ao apoio da gestao da infraestrutura
ektrica e da segurarca da comunidade universiaria.

A ocorréncia de interrupcees no fornecimento de energia provocado pelo contato de
galhos com a acao ou pela queda de arvores sobre a redee uma das principais causas
de desligamentos (Cemig, 2024). Trata-se de um problema recorrente, especialmente em
regiees com elevada cobertura vegetal, como Manaus. No campus da UFAM, a rede
ektrica encontra-se cercada por uma extensa vegetacao, o processo de poda torna-se de
extrema relevancia. Aem de comprometer a continuidade do fornecimento de energia,
incidentes como esses podem colocar em risco a segurarca de discentes, docentes e demais
ustarios do campus.

O uso de netodos computacionais para a identi cacao automatica de situacoes de
risco representa uma alternativa moderna e e ciente, reduzindo ameacasa comunidade
universiiria e ao sistema ektrico. A aplicacao de ecnicas de Visao Computacional e
Aprendizado de Maquina (ML, do inglés Machine Learning) em contextos ambientais
permite detectar padrees visuais complexos, diminuindo a necessidade de inspecees pre-
senciais e promovendo maior e ciéncia nas atividades de manutercao.

Por m, a implementacao de um sistema automatizado de identi cacao e aralise de
risco dearvores poximasa rede ektrica reduz custos de manutercao, aumenta a e ciéncia
operacional e minimiza riscos de acidentes. Aem disso, contribui para a segurarca da

populacao e a continuidade do fornecimento de energia.
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1.2 Estado da Arte

Na literatura, distintos netodos preventivos sao propostos para contribuir com o
processo de podas e melhorar a qualidade do fornecimento de energia ektrica. Es-
ses nmetodos visam auxiliar na identi cacao de anomalias presentes nas redes de dis-
tribucao (de Moura Costa, 2022). A automacao da identi cacao de arvores que repre-
sentam riscoa rede ektrica constitui um campo em constante evolicao. O trabalho de
de Moura Costa (2022) emprega Rede Neural Convolucional (CNN, do inglés Convoluti-
onal Neural Network) pe-treinadas para classi car e identi car postes inclinados, postes
sobrecarregados, postes com preserca dearvores e postes poximosas residéncias. O tra-
balho de Lima (2016) concentra-se na identi cacao e estimativa da altura dasarvores. Ini-
cialmente, delimita-se aarea de interesse por meio do Google Earth, seguida da aquiscao
de imagens areas. Em seguida, 0s postes sao identi cados a partir de suas coordenadas
geoga cas, avaliando-se a preserca dearvores em sua proximidade. As imagens corres-
pondentesasarvores poximas aos postes sao entao obtidas pelo Google Maps, possibili-
tando melhor visualizacao dos elementos presentes. A estimativa da alturae realizada por
meio de uma relacao netrica baseada em pixels, pois as dimensees do poste sao valores
X0S.

Ambos os trabalhos exploram abordagens automatizadas para analisar e interpretar
0s dados visuais, viabilizando a deteccao de arvores poximas as redes ektricas. Essa
automacao oferece uma solucao e ciente e escahvel para o0 monitoramento dessasarvores,
auxiliando na manutercao preventiva e na reducao de riscos para o fornecimento de energia
ektrica. Entretanto, essas abordagens carecem da constitucao de uma base de dados
com imagens regionais e utilizam imagens de satlite, na qual a sua atualizacao naoe
recorrente. Essa lacuna evidencia a necessidade de desenvolver solucees que utilizem
imagens locais e mais recentes, adequadasas condcees ambientais e urbanas espec cas
da regiao amazobnica.

Naarea de reconhecimento de padrees e classi cacao de imagens, existem distintos
nmetodos passveis de aplicacao para a deteacao do objeto de interesse desta pesquisa.
Dentre eles, cita-se o You Only Look Once (YOLO), projetado para reconhecer padrees em
imagens ou vdeos (Xu et al., 2023). Originalmente o YOLO foi desenvolvido para detecao
de objetos. Poem, suas versees recentes possibilitam mais atividades, como classi cacao

e segmentacao. A classi cacao com o YOLO permite associar cada imagem a uma classe



CAPITULO 1. INTRODUC AO 7

espec ca, aprendendo padrees visuais relevantes atrawes das camadas convolucionais (Xu
et al., 2023). O trabalho de Zhang, Y. et al. (2024) demonstra a capacidade do modelo
em identi car especies dearvores em proximidade com linhas de transmissao.

Abm dessa estraegia, o K-Vizinhos Poximos (KNN, do inglés K-Nearest Neighbors)
tamkeme aplicado para tarefas de classi cacao e deteccao de imagens. O trabalho de Xi
et al. (2023) evidencia a viabilidade de tcnicas de classi cacao aplicadasa identi cacao
dearvores em condcao de risco poximas a linhas de transmissao, por meio da aralise de
atributos extrados de dados sensoriais, reforcando o potencial desse tipo de abordagem
em cerarios de monitoramento da rede ektrica.

A sequir, cita-se aArvore de Decisao (DT, do inglés Decision Tree), caracterizada
por ser um netodo de aprendizado supervisionado, bastante utilizado em classi cacao
e regressao. O algoritmo divide recursivamente o espaco de caractersticas em regiees
homogéneas a partir de testes bgicos sobre varaveis de entrada, resultando em uma
estrutura em forma de arvore hiearquica (IBM, 2023). O trabalho de Poulos et al.
(2010) utiliza DT para gerenciar a vegetacao poxima a linhas de transmissao. Neste,
sao coletados dados de campo sobrearvores, incluindo altura total, diametro do tronco e
proporcao da copa viva. Com base nessas informacoees, asarvores sao classi cadas quanto
ao risco de queda sobre a rede ektrica, permitindo priorizar acees de poda e manutercao
preventiva.

Embora os trabalhos citados anteriormente tenham explorado ecnicas de reconheci-
mento de padrees para identi cararvores poximasa rede ektrica, nenhum deles aborda
especi camente a aplicacao em uma base de dados local da UFAM. Essa lacuna evidencia
a necessidade de adaptar e otimizar tais netodos para o contexto particular da institucao,
levando em consideracao as caractersticas dasarvores e as especi cidades do ambiente
universiario. Nesse sentido, o uso de redes neurais convolucionais se mostra especialmente
promissor, devido a sua capacidade de extrair automaticamente caractersticas visuais
complexas e generalizar padrees mesmo em conjuntos de dados restritos. Dessa forma,
investiga-se a e @cia e viabilidade dessas redes para a identi cacao precisa e e ciente das

arvores que representam riscoa rede ektrica dentro do campus.
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1.3 Procedimentos Metodobgicos

Neste projeto, desenvolve-se um sistema para classi car arvores que representam
ameeacas a rede ektrica da UFAM. Utilizando tcnicas de visao computacional e reco-
nhecimento de padrees. A intercao e identi car essas arvores de maneira e ciente e
precisa, por internedio da criacao de uma base de dados local. O trabalho contempla
a adaptacao de modelos de classi cacao robustos e a implementacao de medidas preven-
tivas fundamentadas nos resultados obtidos, garantindo a segurarca e con abilidade do
fornecimento de energia ektrica no campus universiario.

Aem disso, com o intuito de aumentar a precisao, desenvolve-se um netodo analtico
capaz de estimar a distancia mnima entre os galhos dasarvores e 0os 0s da rede ektrica.
A partir dessa estimativa, torna-se possvel veri car a necessidade de poda dasarvores.
O netodoe implementado seguindo um passo a passo de Processamento Digital de Ima-
gens (PDI) e Morfologia Matematica (MM), permitindo realizar as medcees de forma

automatizada e conavel.

1.4 Objetivo Geral

Desenvolver um sistema de deteaao dearvores poximasas redes ektricas da UFAM

por meio da aplicacao de ecnicas de visao computacional e reconhecimento de padrees.

1.5 Objetivos Espec cos

" Compreender o uso de ferramentas computacionais para aplicacao das ecnicas de

reconhecimento de padrees.

Coletar e organizar um conjunto de dados de imagens dearvores que ameacam redes
de distribucao ektrica da UFAM.

Explorar e adaptar ecnicas para o processamento e aralise das imagens coletadas.

Realizar o treinamento de redes neurais convolucionais utilizando o conjunto de
dados coletados, visando a classi cacao e identi cacao precisa dearvores que repre-

sentam riscos para a rede ektrica.
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~ Avaliar o desempenho das redes neurais treinadas com imagens dentro do campus

da UFAM sob distintos cerarios de simulacao.

" Avaliar a capacidade dos classi cadores em processar vdeos obtidos com drone por

meio da classi cacao de frames.

1.6 Organizacao do Trabalho

O trabalho est organizado em cinco captulos. Este captulo apresenta a introdwcao,
contemplando a motivecao, o estado da arte, os procedimentos metodobgicos, o objetivo
geral e os objetivos espec cos.

O Captulo 2 aborda os conceitos necessarios para melhor compreensao do projeto de-
senvolvido. Abrange conceitos sobre a rede ektrica e suas subdivisees para o fornecimento
de energia ektrica. Akm disso, descreve os principais fundamentos de visao computaci-
onal. Depois, o PDI mostra os principais elementos presentes em uma imagem digital e
como ser tratados. Por m, neste captulo apresenta-se o aprendizado de maquina e o
aprendizado profundo, exibindo suas principais caractersticas e distircees.

O Captulo 3 apresenta a metodologia adotada no trabalho, incluindo o processo de
coleta das imagens, a construcao e organizacao das bases de dados, a con guracao dos
modelos utilizados e o desenvolvimento do netodo analtico para estimativa de distancias
entre galhos dearvores e condutores da rede ektrica.

No Captulo 4 sao expostos os resultados dos experimentos realizados durante a etapa
de classi cacao e estimacao da distancia.

O Captulo 5 conem as conclusees gerais do trabalho, comentando os principais re-

sultados obtidos e expoe propostas para desenvolvimento de trabalhos futuros.



Captulo 2

Fundamentos Tericos

2.1 Introdwcao

Este captulo apresenta os fundamentos teoricos essenciais para o desenvolvimento
do projeto, integrando conceitos de redes ektricas, vegetacao e interrupcao de energia.
Abrange tcnicas de aralise de imagens e aprendizado de naquina.

Inicialmente, sao abordadas as redes ektricas, incluindo suas subdivisees em nedia e
baixa tensao, e o impacto da vegetacao sobre a segurarca e continuidade do fornecimento
de energia. Em seguida, introduz-se os conceitos de visao computacional e processamento
digital de imagens, destacando sua importancia para extrair informacees relevantes de
Imagens e viabilizar a identi cacao de elementos de interesse, como galhos de arvores
poximosa rede ektrica.

O aprendizado de maquina e o aprendizado profundo sao apresentados em seguida,
justi cando a utilizacao de CNNs para tarefas de classi cacao, em que os modelos apren-
dem padrees visuais diretamente das imagens. A tcnica de Transfer Learning (TL)e
detalhada como estrakegia para otimizar o treinamento das CNNs com bases de dados
relativamente pequenas, enquanto a biblioteca Open Source Computer Vision Library
(OpenCV)e destacada como ferramenta central para o pe-processamento e manipulacao
das imagens.

Por m, o captulo estabelece a conexao entre os fundamentos teoricos e a aplicacao
patica do projeto, evidenciando como cada conceito contribui para a identi cacao e

avaliacao do risco dearvores poximasa rede ektrica.

10
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2.2 Redes Eétricas

A rede ektricae o sistema que permite a geracao, transmissao e distribucao da energia
ektrica (Portal Solar, 2025). A energia ektricae transformada nas usinas e geradores
ektricos. Em seguida, a energiae transportada por cabos areos, revestidos por camadas
isolantes e xados em torres de metal. Esse conjunto de cabos e torres constitui a rede

de transmissao de energia ektrica (Monticelli, 2000).

2.2.1 Redes de Distribucao

As redes de distribucao de energia sao compostas por linhas de baixa, nedia e alta
tensao (Monticelli, 2000). As distribuidoras operam em redes primaria € secundria,
respectivamente, linhas de nedia e baixa tensao. A Figura 2.1 apresenta a con guracao

dos dois tipos.

Figura 2.1: Distircao entre rede de nedia e baixa tensao. Fonte: (Monticelli, 2000).

A Figura 2.1 evidencia que a rede de nedia tensao esh posicionada na parte superior
do poste de energia, enquanto a rede de baixa tensao se encontra logo abaixo. As linhas
de nedia tensao sao compostas por uma tensao que varia entre 1kV e 36,2kV e sao usadas
para fornecer energia para empresas e populacao, sendo composta por trés cabos areos,
separadas por um espacador. A tensao das linhas de baixa tensao, por sua vez, varia
entre 110 e 440V dependendo da regiao, sao xadas nos mesmos postes que as de nedia

tensao, contudo, sao localizadas a uma altura inferior (Monticelli, 2000).

2.2.1.1 Rede de Media Tensao

A rede de nedia tensao pode ser dividida em dois grupos: rede de nedia tensao
aberta e rede de nedia tensao compacta. A rede de nedia tensao abertae caracterizada
por condutores desprotegidos e apoiados por isoladores de vidro ou porcelanas (Monticelli,

2000). Os os sao xados horizontalmente sobre cruzetas de madeira, como mostra na
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Figura 2.2. Este netodo nao protege a rede contra in uéncia do meio ambiente e apresenta

um rumero muito elevado de incidentes comarvores (Monticelli, 2000).

Figura 2.2: Con guracao da rede de nedia tensao aberta. Fonte: Autoral.

A Figura 2.2 apresenta a con gurecao tpica de uma rede de nedia tensao aberta.
Observa-se a auséncia de barreiras fsicas entre os condutores, o que aumenta a vulnera-
bilidade a contatos acidentais e eleva o risco de curto-circuitos (Monticelli, 2000).

A rede de nedia tensao compacta e alocada a uma con guracao distinta. Possui
um espacador para proteger os cabos de energia, aumentando assim a con abilidade do
sistema de energia ektrica. Abm disso, promove uma preservecao maior a acidentes com

arvores (Monticelli, 2000). A Figura 2.3 apresenta a rede de nedia tensao compacta.

Figura 2.3: Con guracao da rede de nedia tensao compacta. Fonte: (Adeel Materiais
Ektricos, 2017).

Na Figura 2.3 veri ca-se que os condutores apresentam menor espacamento entre sSi.
Entretanto, a utilizacao de espacadores distribudos ao longo dos cabos impede o contato

direto, mantendo a segurarca operacional da rede. Esse tipo de con guracao de rede
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reduz custos e diminui a frequéncia de intervercees de manutercao, pois a organizecao
dos condutores facilita inspecoes e reparos. Aem disso, minimiza o impacto visual no

ambiente (Monticelli, 2000).

2.2.1.2 Rede de Baixa tensao

A rede de baixa tensao tamlem pode ser dividida em dois grupos: compacta e aberta.
Entretanto, la uma caracterstica principal que difere ela da rede de nedia tensao, sua
localizacao no poste. A rede de baixa tensao sempre ca abaixo da rede de nedia tensao,
sendo localizada mais ao centro do poste. Similar ao apresentado nas redes de nedia
tensao, a rede de baixa tensao compacta possui oS mesmos benefcios, sao mais seguras,
ocupam um espaco menor e ocupam menos polucao visual. Enquanto isso, as redes

abertas possuem caractersticas opostas (Monticelli, 2000).

2.2.2 Interrugoees no Fornecimento de Energia por Interferéncia

da Vegetaao

A interferéncia da vegetacao sobre as redes de distribucao de energia ektrica repre-
senta uma das principais causas de interrupcees no fornecimento. O contato direto de
galhos, copas dearvores ou a queda completa dearvores sobre os condutores pode provo-
car curto-circuito, rompimento do o e incéndios (Energia, 2023). A Figura 2.4 apresenta
umaarea classi cada como risco pela Amazonas Energia.

Na Figura 2.4 observa-se aarvore em proximidade crtica com a rede de nedia tensao
e baixa tensao, evidenciando uma situacao que demanda intervercao imediata por meio
da poda preventiva.

Dados divulgados pela Megawhat (2023) indicam que aproximadamente 40% das in-
terrupcoees no fornecimento de energia ektrica naarea de concessao da Companhia Pa-
ranaense de Energia (COPEL) estao associadas ao contato da vegetacao com a rede. A
Cemig (2024) registrou, em 2022, aproximadamente 44 mil ocorréncias de falta de energia
causadas pela queda dearvores ou pelo contato de galhos e folhas nos cabos ektricos.

Em 2023, um apagao afetou a cidade de Sao Paulo, sendo atribudo principalmente
a queda dearvores sobre a rede de distribucao da concessioraria Entidade Nacional de

Energia Ektrica (ENEL). O evento comprometeu o fornecimento de energia em diversas
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Figura 2.4 Vegetacao em proximidade crtica com a rede. Fonte: (Energia, 2023).

regiees da capital, demonstrando o potencial de impacto desse tipo de ocorréncia (Notcias,
2023).

Esses dados indicam que a proximidade da vegetacao em relacaoas redes areas de
distribucao representa um fator crtico para a continuidade do fornecimento de energia,
especialmente em regiees com alta densidade arlorea e durante perodos de chuvas intensas

e ventos fortes, condicees caracterizadas no contexto da UFAM.

2.2.3 Medidas de Prevercao da Interferéncia de Vegetaao na

Rede Eétrica

A manutercao preventiva da vegetacao poximaas redes de distribucao ektrica cons-
titui uma medida essencial para reduzir a incidéncia de interrupcees e riscos de acidentes
(Amazonas Energia, 2025). As podas realizadas poximasa rede ektrica necessitam ser
executadas por pro ssionais, devido ao risco de choque ektrico e acidentes. As podas pre-
ventivas sao realizadas como medida de segurarca para todas as distribuidoras de energia
no pas (Cosern, 2024).

A Cosern (2024) realizou mais de 34.000 podas em 105 municpios do estado do Rio
Grande do Norte entre janeiro e abril de 2024. A Cemig (2024) tamkem reconhece a

importancia da poda e da limpeza de faixa como parte de um programa sistenatico de
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manutercao preventiva, incentivando podas direcionais removendo apenas os galhos que
crescem em direcao aos condutores. A Figura 2.5 mostra a execuwcao de podas no campus
da UFAM.

Figura 2.5: Poda preventiva realizada pela amazonas energia no campus da UFAM. Fonte:
(UFA, 2021).

Na Figura 2.5 observa-se a execwao de poda preventiva realizada no campus da
UFAM. A imagem exibe a rede ektrica cercada porarvores, evidenciando a importancia

das podas preventivas.

2.3 Visao Computacional

A visao computacionale um campo amplo que abrange diversos conceitos como Pro-
cessamento Digital de Imagem (PDI) e Inteligéncia Arti cial (IA). Uma de suas funcio-
nalidades e fornecer ferramentas para capacitar uma naquina a reconhecer, interpretar
e extrair informacees de uma imagem ou vdeo. Para realizar essas tarefas utilizam-se
aprendizado de nmaquina e aprendizado profundo.

Por conter diversasareas, a visao computacional esh em constante evolicao. Com o
grande avarco tecnobgico, ferramentas de classi cacao e detecao se tornam cada vez mais
essenciais.Uteis e paticas em projetos que envolvem saude e segurarca, possibilitando
automatizar processos que iriam requerer horas de aralise (Data Science Academy, 2022).

A Figura 2.6 mostra um exemplo.
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Figura 2.6: Visao computacional para reconhecimento de imagens. Fonte: (Data Science
Academy, 2022).

A Figura 2.6 mostra uma aplicacao patica. A classi cacao indica se o elemento
de interesse esh presente ou nao. Aem disso, pode fornecer mais informacees sobre o
elemento encontrado, como: a marca do carro ou o0 nome da fruta. A deteccao, por sua
vez, indica na imagem ou vdeo onde o elemento de interesse est presente, podendo este
ser segmentado ou atribudo uma caixa delimitadora ao mesmo. Utilizando ambos em
um projetoe possvel detectararvores que ameacam a rede ektrica.

O aprendizado de maquinae um subcampo da inteligéncia arti cial, enquanto o apren-
dizado profundoe um subcampo do aprendizado de nmaquina. O aprendizado de maquina
possibilita criar algoritmos e modelos capazes de reconhecer padrees, realizar previsees e
tomar decisees. Por sua vez, o aprendizado profundo desenvolve redes neurais para apren-
der dados complexos, buscando uma maior precisao para realizar atividades espec cas
(Marques, 2024).

2.4 Processamento Digital de Imagens

O processamento digital de imagense um conjunto de ecnicas utilizadas sobre os valo-
res dos pixels da imagem. Tem como objetivo aprimorar caractersticas visuais. Tecnicas
de PDI possibilitam melhorias, como aumentar contraste, melhorar foco, remover rudos
e eliminar distorcees. Aem disso, permite segmentar objetos e detectar bordas.

Uma imagem pode ser de nida como uma furcao bidimensional na intensidade da luz

f(x;y), em que os elementos de x e y correspondemas coordenadas espaciais, o valor de
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